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RESUMO 

 
A área da saúde demanda por tecnologias da informação e métodos computacionais 

para melhorar a produtividade dos serviços e oferecer assistência personalizada aos pacientes. 

Este trabalho buscou desenvolver e explorar sistemas e métodos computacionais para 

implementar melhorarias no gerenciamento, otimizar os exames, e acessar novos 

biomarcadores e assinaturas com inteligência artificial para apoio à decisão. Foram 

desenvolvidos e implementados softwares com o conceito Workflow Based Approach (WBA) 

e métodos computacionais escritos em linguagem Python para melhorar a gestão e otimizar os 

protocolos de exames. Um workflow para acesso a novos biomarcadores e assinaturas IA foi 

desenvolvido e validado em pacientes com CT de COVID-19, 18F-FDG-PET/CT de câncer 

de colo do útero e 18F-FDG-PET/CT de linfoma Hodgkin. O workflow demonstrou-se válido 

em análises de robustez: repetitividade (erro < 5%), reprodutibilidade (coeficiente de 

correlação intraclasse, ICC > 90%) e correlação clínica (p < 0,05). Os modelos preditivos para 

18F-FDG-PET/CT de câncer de colo do útero e 18F-FDG-PET/CT de linfoma Hodgkin 

apresentaram desempenho geral de AUC=0,74 e AUC=0,96, respectivamente. Um novo 

software que utiliza métodos de IA para apoio ao diagnóstico da COVID-19 em CT de tórax 

de pacientes com pneumonia foi disponibilizado e validado em um PACS/Viewer. Sem apoio 

do software, os médicos tiveram desempenho médio de 83,4% de sensibilidade, e 64,3% de 

especificidade. Com o apoio do software, o desempenho melhorou para 87,1% de 

sensibilidade, e 91,1% de especificidade. Adicionalmente, o software melhorou a 

concordância entre observadores, de moderado para substancial, em uma escala construída a 

partir do coeficiente de concordância Cohen’s Kappa.   

Palavras-chave: Tecnologia médica, padronização, protocolos, biomarcadores, inteligência 

artificial, radiologia 

 

 

 

 

 

 



 

 

ABSTRACT 

 

The healthcare industry demands information technologies and computational 

methods to improve productivity and offer personalized assistance to patients. This work 

aimed to develop and explore information systems and computational methods to improve the 

management, optimize the exams, and provide new biomarkers and artificial intelligence 

signatures for decision making in medical imaging facilities. We developed softwares based 

on Workflow Based Approach (WBA) concept and computational methods using Python 

language to improve the management and optimize the exam protocols. A framework to 

access new biomarkers and artificial intelligence (AI) signatures was developed and validated 

in COVID-19 CT patients, 18F-FDG-PET/CT cervical cancer and 18F-FDG-PET/CT 

Hodgkin lymphoma patients. This framework was feasible for robustness analysis: repetitivity 

(error < 5%), reproducibility (intraclass correlation coefficient, ICC > 90%) and clinical 

correlation (p < 0.05).  The overall performance of predictive models was AUC=0.74 and 

AUC=0.96 for 18F-FDG-PET/CT cervical cancer and 18F-FDG-PET/CT Hodgkin 

lymphoma, respectively. A new AI software to support thorax CT COVID-19 diagnoses was 

implemented and validated within PACS/Viewer. Without the support of software, physicians 

performed with mean sensitivity and specificity of 83.4% and 64.3%, respectively. When they 

were assisted with AI software, mean sensitivity and specificity were 87.1% and 91.1%, 

respectively. In addition, AI software improved the inter-rater reliability from moderate to 

substantial agreement in a Cohen’s Kappa scale.  

Keywords: medical technology, standardization, protocols, biomarkers, artificial 

intelligence, radiology 
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1. INTRODUÇÃO 

 

O avanço dos computadores e das metodologias para desenvolvimento de sistemas têm 

possibilitado a incorporação de novas tecnologias na medicina de uma forma rápida e 

crescente. Esta transformação ocorre em diferentes áreas e linhas de cuidado, desde novas 

soluções de gestão hospitalar, soluções de telemedicina e tecnologias com inteligência artificial 

para apoio à decisão médica.  

Várias especialidades na área de saúde, especialmente os serviços de radiologia e 

medicina nuclear enfrentam dificuldades relacionadas à complexa variabilidade dos processos, 

riscos quanto às medicações e aumento crescente de procedimentos mais complexos. A falta de 

ferramentas para gestão das filas de atendimento leva a ineficiências operacionais (ex.: 

aumento do tempo de espera do paciente) em todas as etapas da jornada do cuidado, desde o 

acesso ao sistema de saúde, passando pelo atendimento (ex.: recepção, salas de exames, 

priorização de laudos), até sua liberação médica. Devido à carência de soluções de gestão sob 

medida, a maioria dos serviços ainda utilizam sistemas genéricos que não contemplam as 

especificidades da área (ex: procedimentos realizados em múltiplas etapas e múltiplos 

protocolos clínicos), permitindo novos caminhos para a aplicação de tecnologias da 

informação. O conceito de Workflow Based Approach (WBA) se destaca na adoção de 

softwares de gestão sob medida, que se baseia na modelagem dos processos de saúde, tal que o 

sistema consiga gerenciar as rotinas contemplando as especificidades de cada processo. Além 

de otimizar a gestão, o sistema com WBA permite também agregar novas funcionalidades de 

software específicas para determinado fluxo de trabalho.  

Se, por um lado, sistemas de gestão mais sofisticados podem suprimir a baixa 

produtividade dos médicos - que gastam bastante tempo para coletar dados de pacientes, tomar 

decisões e elaborar os relatórios médicos - por outro lado, a introdução de novos métodos 

computacionais pode auxiliar os médicos acessar novas informações para a tomada de decisões. 

É o caso do emprego de técnicas para extração de biomarcadores de imagens (denominado 

radiômica), que permite acessar informações de textura tumoral, densidade, atividade 

metabólica, dentre outras características das imagens médicas. O surgimento da pandemia da 

COVID-19 afetou não só as pessoas como também a capacidade de atendimento do sistema de 

saúde. A COVID-19 causa uma pneumonia cuja diferenciação da etiologia no exame de 

tomografia computadorizada não é possível, por enquanto. Com isso, métodos computacionais 
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com radiômica e inteligência artificial podem facilitar a diferenciação diagnóstica e, portanto, 

auxiliar na melhoria da gestão da saúde.  

A Inteligência Artificial (IA) tem ganhado notoriedade na área da saúde nos últimos 

anos, em parte pelo alto potencial para melhoramento da classificação de doenças, contribuindo 

com a medicina de precisão. As aplicações têm sido diversas, desde combinações de variáveis 

(ex.: pressão arterial, diabetes) para criação de modelos com machine learning; até aplicações 

complexas que envolvem processamento de imagens com deep learning para aceleração de 

imagens, como Ressonância Magnética (RM), Tomografia por Emissão de Pósitrons (PET) e 

Tomografia por Emissão de Fóton Único (SPECT) que podem otimizar o tempo da realização 

do exame, reduzindo de cerca de 20min para 5-10min.  

Existem atualmente aplicações para aceleração de exames e para extração de 

biomarcadores que são, em geral, parte dos equipamentos de aquisição de imagens. Porém, 

para utilizar estas soluções os usuários devem adquirir licenças junto ao fabricante dos 

equipamentos. Isto limita, sobretudo, a incorporação dos biomarcadores em modelos preditivos 

com IA, devido aos desafios de interoperabilidade. A implementação de soluções de IA em um 

sistema WBA independente dos equipamentos de aquisição de imagens poderia facilitar o 

acesso a estas novas tecnologias. Por outro lado, o desenvolvimento de softwares para 

aceleração de imagens requer a incorporação de técnicas que simulam imagens de diferentes 

padrões de qualidade, a fim de verificar a consistência dos softwares em transformar imagens 

de baixo padrão de qualidade em imagens clínicas convencionais. Neste mesmo sentido, o 

estudo de novos biomarcadores (extração, reprodutibilidade, correlação clínica) precede à 

disponibilização dos modelos de apoio à decisão com IA, o que demanda um continuum de 

desenvolvimento tecnológico e análises até a validação clínica. 

 Este trabalho de pesquisa e desenvolvimento (P&D) traz soluções em termos de 

melhorias na gestão de serviços de diagnóstico por imagens utilizando recursos de software 

(menor tempo de exame, menor radiação e segurança do paciente), acesso a novos 

biomarcadores, e algoritmos de inteligência artificial para apoio ao diagnóstico.  
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2. OBJETIVOS 

 

Geral:  

Explorar a aplicação de sistemas e métodos computacionais para melhorias na gestão e na 

assistência aos pacientes em serviços de diagnóstico por imagens. 

 

Específicos: 

 Desenvolver e implementar metodologias e software para gerenciamento e otimização 

dos exames de imagens: tempo de imagem, menor dose de radiação e segurança do 

paciente. 

 Desenvolver e implementar metodologias para extração, seleção e análise de 

biomarcadores de imagens. 

 Desenvolver e implementar algoritmos preditivos em exames de PET e CT para o 

diagnóstico de linfoma de Hodgkin, câncer de colo de útero e COVID-19. 
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3. REVISÃO DE LITERATURA 

 

Neste capítulo são abordadas as fundamentações teóricas das principais tecnologias 

digitais, sistemas de informações e métodos computacionais aplicados na medicina, com ênfase 

nos softwares usados no segmento de diagnóstico por imagens. 

3.1 Sistemas de Informações  

 

3.1.1 Sistemas RIS 

 

Os departamentos de radiologia estão entre os primeiros serviços médicos a adotar 

sistemas eletrônicos de registro na década de 1960-70, operando de forma relativamente 

independente do hospital, quando passaram a ser chamados de Sistemas de Informações em 

Radiologia (do inglês, Radiology Information System – RIS). As principais rotinas que foram 

inicialmente digitalizadas se referem à identificação do paciente (e da solicitação de exames) na 

base de dados do hospital e a monitoração do paciente durante a imagem e o laudo médico 

(ASH and BATES et al., 2005). Desde então, os softwares RIS passaram por evoluções ao se 

integrar em sistemas PACS (do inglês, Picture Archiving and Communication System – PACS) 

na década de 1990 e incorporar fluxos de trabalho mais eficientes, permitindo realizar mais 

estudos, laudos elaborados mais rápidos e disponibilizados quase que imediatamente (NANCY 

et al., 2013).  

A variabilidade dos processos em saúde dificulta a implantação de sistemas de 

informações, que devem ser generalizáveis para diferentes tipos de procedimentos médicos. 

Neste sentido, os softwares de gestão deveriam incorporar conhecimento, a fim de melhor 

auxiliar os usuários na gestão dos processos, no que se denomina WBA (do inglês, Workflow 

Based Approach), permitindo maior flexibilidade e número de funcionalidades na gestão de 

processos em saúde (ZANG et al., 2009).  

 

3.1.2 Sistemas de Arquivamento e Comunicação de Imagens (PACS) 

Os sistemas PACS são aplicações que armazenam e distribuem imagens médicas no 

padrão DICOM (do inglês, Digital Imaging and Communications in Medicine). Estes sistemas 

são integrados com os equipamentos de aquisição de imagens como tomógrafos, ultrassons, 

dentre outras modalidades, e quando integrados com sistemas de visualização de imagens, 

permitem a análise dos exames de forma remota. Desde o surgimento destes sistemas na década 
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de 1980, o segmento de diagnóstico por imagens passou por uma rápida evolução, sendo 

adotado o conceito, em 1995, de PACS de Larga Escala as aplicações que se enquadrassem, 

dentre outros critérios, o gerenciamento de mais de 20.000 exames por ano (MANSOORI et 

al., 2012). Os altos custos envolvidos na implantação de um sistema PACS suscitaram dúvidas 

sobre o custo-efetividade destes sistemas. Em 2009, AYAL e colegas publicaram um estudo 

demonstrando que o benefício econômico na integração dos sistemas hospitalares com os RIS e 

PACS alcançam 63% ao final dos primeiros 12 meses pós-implantação (AYAL and SEIDMAN 

et al., 2009). Os ganhos com eficiência e produtividade incluem o acesso aos exames através da 

internet, eliminação de processos manuais redundantes (ex: worklist nas estações de trabalho 

que integram com a agenda do RIS) e aumento da produtividade médica.   

 

3.1.3 Interoperabilidade  

A interoperabilidade se refere à capacidade de diferentes softwares trabalharem em 

conjunto, garantindo que os sistemas interajam para trocar informações de maneira eficaz. 

Como vimos, as tecnologias das informações são fundamentais para a melhoria da assistência 

aos pacientes e para a otimização operacional dos serviços de saúde. Entretanto, apesar dos 

benefícios trazidos pela interoperabilidade entre sistemas, esta tarefa é muito difícil ou 

inalcançável em alguns casos. Isto se dá principalmente pela diversidade e heterogeneidade das 

diferentes ferramentas digitais, métodos, processos e procedimentos que resultam em muitos 

softwares proprietários sem terminologias padronizadas (IROJU et al., 2013). A integração 

baseada em padrões de interoperabilidade é um dos aspectos de softwares para saúde mais 

modernos. Os principais padrões de interoperabilidade são os protocolos de comunicação 

DICOM (para imagens) e HL7 (para dados dos prontuários) (BLAZONA and KONCAR, 

2007). 

 

3.2 Padronização de Protocolos de Exames 

Construir e manter um conjunto de protocolos consistentes e padronizados é dificultoso 

principalmente quando se tem múltiplos departamentos integrados em um grande sistema de 

saúde. Nestes casos, a falta de uniformidade nos protocolos assistenciais pode aumentar em 2,5 

vezes a quantidade de protocolos de exames, como foi demonstrado no estudo de SACHS et al. 

(2017) com protocolos de CT e RM em 5 hospitais operando em rede. Neste estudo, os autores 

demonstraram uma experiência na padronização dos pedidos médicos e na realização dos 
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exames, reduzindo a quantidade de protocolos em aproximadamente 60%, usando uma 

metodologia baseada na indicação clínica do exame.   

 Metodologias de acreditação e políticas de qualidade são outro importante recurso para 

a padronização dos procedimentos, sobretudo quando estão envolvidos biomarcadores de 

imagens usados como escores para reportar os achados (KAALEP et al., 2018). Neste contexto, 

a padronização de biomarcadores é um passo importante para avançar os sistemas aplicados à 

radiologia e imagem molecular. Para isto, os protocolos de imagens devem ser estabelecidos no 

sentido da padronização do preparo, etapas, reconstrução de imagens, metodologias para 

comunicação dos resultados e garantia da qualidade dos processos (ACR, 2022; PADHANI, A. 

and OLLIVIER et al, 2001; WAHL et al, 2009; HOEKSTRA et al, 2014).  

 

3.3 Otimização de protocolos de imagens 

As imagens de PET, SPECT e RM adotam protocolos de aquisição de dados que podem 

priorizar o menor tempo de exames considerando um liminar de padrão de qualidade 

(KOOPEMAN et al, 2016; MENEZES et al, 2016; LECCHI, M. et al. 2017; JAMBOR, 2017). 

Nestas modalidades, o tempo de aquisição das imagens é um fator crucial na produtividade do 

serviço de saúde, onde o tempo pode ser otimizado com a incorporação de detectores mais 

sensíveis nos equipamentos e/ou com softwares de reconstrução tomográfica que permitem 

recuperar imagens realizadas com baixo sinal (maior relação sinal/ ruído) a fim de obter novas 

imagens com padrão diagnóstico (DESHMANE et al, 2012; VALENTA et al, 2010; 

MACHADO et al, 2019).  

Por outro lado, as imagens de CT são realizadas em alguns segundos, por isso a 

otimização dos protocolos desta modalidade tem foco na redução da dose de radiação aos 

pacientes. Por isso os equipamentos de CT mais modernos possuem tecnologia de modulação 

de corrente do tubo de raio-X, que regula a intensidade da radiação de acordo com a densidade 

da região do corpo, mantendo a qualidade das imagens e expondo o paciente à quantidade 

mínima de radiação necessária para um padrão de qualidade pré-determinado (MARTIN and 

SOOKPENG, 2016).  

Em geral, as soluções de software são proprietárias do fabricante do equipamento de 

imagens, o que traz dificuldades em padronizar protocolos e metodologias entre diferentes 

modelos de equipamentos. A figura 1 ilustra como diferentes softwares de reconstrução de 

imagens geram padrões de qualidade (ruído) diferentes para o equipamento PET/CT. Esta 

implementação gera desempenhos que podem reduzir o tempo de imagens e/ou a quantidade de 
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radiofármacos utilizada no paciente (figura 2), mantendo-se padrões de detectabilidade e 

quantificação (MACHADO et al 2017).  

 

 

  

 

 

 

 

 

 

 

 

 

 

 

Adaptado de MACHADO et al 2017.  

Comparação do ruído (CV) nas imagens entre os softwares de reconstruções ordered subset 

expectation maximization (OSEM) e Point Spread Function (PSF) ( PET/CT Siemens), 

demonstrando a superioridade (menor ruído) da reconstrução PSF em relação à reconstrução 

OSEM. O menor ruído intrínseco possibilita realizar imagens mais rápidas e/ou com menor 

posologia do radiofármaco.  

 

 

Na figura 2, é apresentada a comparação da posologia do radiofármaco necessária para 

cada tipo de software de reconstrução. Na PSF7 (reconstrução PSF com filtro de 7mm), gera 

quantificações equivalente à reconstrução OSEM com filtro de 5mm; na PSF2 (reconstrução 

PSF otimizada para melhoria da detectabilidade), gera quantificações em escalas diferentes em 

relação à PSF7 e OSEM. 

 

 

 

 

 

 

 

Figura 1 - Box plot dos valores de ruído (CV) para as 

reconstruções OSEM e PSF do fabricante Siemens. 
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Figura 2 – Esquema de posologias do 18F-FDG por tipo de reconstrução, normalizado para 3 min 

de tempo de imagem em cada região do corpo (bed position). 

 

 

Adaptado de MACHADO et al 2017.  

 

Em 2017, nosso grupo incorporou no sistema Nuclearis o método para otimização da 

posologia do radiofármaco e o tempo da aquisição das imagens (MENEZES et al, 2016), de 

modo que os usuários do software pudessem configurar parâmetros dos equipamentos, padrões 

de qualidade, parâmetros de produção (posologia e tempo) e operar o sistema para otimizar os 

recursos de forma prática (MENEZES et al, 2018).  

Com a popularização da inteligência artificial, outras soluções de software para 

aceleração da aquisição de imagens e/ou redução de doses de radiação, têm sido propostas 

usando redes neurais (método deep-learning) para supressão do ruído da imagem (denoise). 

Estes algoritmos são capazes de reconstruir o resultado de uma imagem diagnóstica a partir de 

um padrão de imagem de baixo sinal (alto ruído) (YANG et al, 2017; KAPLAN et al, 2019; 

SANAAT et al, 2021; ALMEIDA et al, 2021; OLIA et al, 2022). Estas soluções têm a 

vantagem de operar de forma independente do equipamento de aquisição de imagens. O 

equipamento pode gerar a imagem de baixa qualidade (com ruído) e enviar para o sistema 

PACS, a partir do qual outros softwares podem atuar. Outra vantagem destas soluções é que 

equipamentos de imagens e soluções mais antigas ainda em uso no mercado poderão se 

beneficiar destas soluções sem a necessidade de grandes investimentos em atualizações dos 

seus sistemas.   
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3.4 Biomarcadores de imagens 

Os biomarcadores podem ser compreendidos como grandezas mensuráveis da condição 

de saúde, da severidade ou da presença de algum estado de doença (STRIMBU e TAVEL et al, 

2010). As múltiplas modalidades de imagens como CT, RM, PET e SPECT são amplamente 

utilizadas para diagnóstico, estadiamento, prognóstico e monitoração da resposta ao tratamento. 

A capacidade de extrair escores como volume tumoral, fração de ejeção do ventrículo esquerdo 

ou mesmo a captação glicolítica do tumor reforça a importância destes métodos de imagens no 

manejo dos pacientes. Biomarcadores baseados na textura da imagem a partir do tecido, na 

morfologia e no metabolismo da substância injetada tem-se tornado possíveis de serem obtidos 

a partir de métodos computacionais para processamento de imagens, passando a fornecer 

informações complementares sobre o estado do paciente (COOK et al, 2014; VALLIÈRES et 

al, 2018). Este campo tem sido denominado de radiômica, onde vários autores reportaram 

achados importantes em várias doenças e modalidades de equipamentos (TIXIER et al, 2011; 

SUI et al, 2019; HUANG et al, 2021; PARK et al, 2020). 

Um importante campo de pesquisas é a padronização e a reprodutibilidade destes 

biomarcadores (NAMIAS et al, 2018; CRANDALL et al, 2021; PFAEHLER et al, 2021). 

Estas iniciativas têm sido essenciais para disponibilizar ferramentas para qualificar e 

implementar novos biomarcadores na rotina clínica (ORLHAC et al, 2018, PARK et al, 2020; 

ZWANENBURG; et al, 2020).  

Plataformas de radiômica e analytics são restritas a alguns softwares livres (ex: LIFEx, 

ImageJ) e outros poucos comerciais (ex: Radiomics, Sophia Genetics) capazes de quantificar 

padrões nas imagens das lesões. Em geral, estes sistemas são difíceis de ser incorporados no dia 

a dia da prática clínica porque não têm uma usabilidade prática, principalmente pela 

dificuldade de interoperabilidade com os demais sistemas hospitalares. Após quantificar os 

atributos radiômicos nestes sistemas, é necessário analisar quais podem se caracterizar como 

biomarcadores na prática, em termos de reprodutibilidade e associação clínica, servindo então 

de ferramenta de apoio à decisão.  

Medicina de Precisão 

A medicina de precisão é definida como um processo envolvendo a derivação de novas 

taxonomias baseadas em fenotipagem profunda. Para implementar a medicina de precisão, os 

resultados clínicos devem ser retroalimentados para obter ganho do conhecimento e assim, 
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aumentar a precisão (KOENIG et al, 2017). Neste contexto, os biomarcadores de imagens 

podem contribuir como informação incremental para o aprofundamento desta fenotipagem. De 

acordo com KOENIG e colaboradores (2017), são necessários esforços contínuos para alcançar 

ainda mais precisão e individualização, sendo que o ganho de conhecimento incremental, 

possivelmente de novas fontes de dados, pode incrementar ainda mais a acurácia.  

3.4.1 Linfoma de Hodgkin 

Nas últimas décadas, a terapia do linfoma Hodgkin evoluiu ao ponto de alcançar mais 

de 90% de sucesso, onde o exame 18F-FDG PET/CT se tornou o padrão ouro para o 

estadiamento e resposta ao tratamento, sobretudo como ferramenta para a personalização da 

quimioterapia e radioterapia (METTLER et al, 2018). O exame de 18F-FDG PET/CT tem a 

capacidade de detectar a extensão da doença e o comprometimento da medula óssea, 

permitindo o estadiamento de doença nodal e extra linfática de forma não invasiva. 

Adicionalmente à monitoração de mudanças durante o tratamento, alguns estudos apontam que 

o exame basal (antes do início do tratamento) tem o potencial de predizer a resposta ao 

tratamento usando biomarcadores como o volume metabólico do tumor (COTTEREAU et al, 

2018).  

 Os biomarcadores clássicos como a captação tumoral (SUV, do inglês Standardized 

Uptake Value) e volume tumoral (MTV) ignoram a heterogeneidade do tumor, que poderia 

servir como covariável para explicar o comportamento da doença. Milgron e colegas usaram 

um modelo de aprendizado de máquinas incluindo co-variáveis de textura e alcançaram 

aproximadamente 95% de acurácia, indicando que a radiômica tem potencial para incrementar 

a capacidade preditiva do comportamento da doença (MILGROM et al, 2019).  

 

3.4.2 Câncer de colo de útero 

O câncer de colo de útero é uma das causas de morte mais frequente entre as mulheres, 

especialmente em países em desenvolvimento (BRAY et al, 2018). Em pacientes com estágios 

mais avançados da doença, o exame 18F-FDG PET/CT é recomendado para avaliar o linfonodo 

e a doença metastática (FERLAY et al, 2015; SUNG et al, 2021). O biomarcador de captação 

tumoral (SUV) é o mais usado na técnica de PET/CT, informando sobre o metabolismo 

glicolítico do tumor. Quanto mais ávido pela glicose, mais agressivo é o tumor. Outros 

biomarcadores têm sido usados como o volume metabólico (MTV) e o produto entre a captação 
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e o volume (glicólise total, do inglês Total Lesion Glycolisis - TLG) (IM et al, 2018; 

KHIEWVAN et al, 2016). Dentre os vários biomarcadores disponíveis, aqueles relacionados à 

textura possuem alta correlação com a heterogeneidade do comportamento biológico (ex: 

necrose, hipóxia) e, portanto, poderiam servir como preditores de resposta.  

 

3.4.3 COVID-19 

A tomografia computadorizada (CT) é usada no diagnóstico e estadiamento da pneumonia 

desempenhando, portanto, um importante papel no manejo da pandemia da COVID-19 (KWEE 

et al, 2020). Entretanto, o padrão das lesões pulmonares vistos na CT não são patognomônicos, 

impondo uma limitação o método (BARBOSA et al, 2020). Com isso, alguns estudos 

mostraram o potencial de métodos com radiômica e IA para melhorar a especificidade da CT 

na pneumonia da COVID-19 em relação a outros tipos de pneumonia (SYEDA et al, 2021). 

Portanto, a incorporação de métodos de reconhecimento de padrões nos softwares de 

visualização de imagens pode trazer ganhos importantes no manejo da COVID-19.  
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4. MATERIAL E MÉTODOS 

 

Com apoio do programa brasileiro de apoio a startups em 2014, nosso grupo iniciou o 

desenvolvimento de um software de gestão (denominado Nuclearis) com o conceito WBA, 

sobretudo para lidar com as especificidades das modalidades PET e SPECT, que usam 

medicamentos radioativos e fluxos de processos complexos (programa Startup Brasil CNPq, 

projeto 463765/2014, RADTEC, chamada CNPq/MCTI/SEPIN 12/2014 Programa Startup) 

(MACHADO et al., 2016).  

Em 2019, evoluímos a plataforma Nuclearis para incorporar uma solução PACS com 

laudos e prontuários eletrônicos estruturados integrados (FAPESB: Edital Bahia 

Inovação/FAPESB/SECTI Nº 008/2016, projeto 19.571.128.5420, contrato nº 03.10.0322.00), 

hospedado na nuvem (Amazon Web Services), visando aumentar a produtividade da equipe 

multiprofissional a partir de ferramentas de gestão integradas.  

Neste trabalho, foram desenvolvidos 1) software e método para gerenciamento de filas 

de exames, 2) software e método de particionamento de imagens para simulação de imagens 

SPECT com diferentes padrões de qualidade, facilitando estudos de otimização dos exames, 

além de serem precursores de modelos deep-learning para supressão de ruído - denoise; 3) 

métodos para extração, padronização, seleção e análises de novos biomarcadores, 4) solução 

integrada no sistema RIS/PACS-Nuclearis para diagnóstico da COVID-19, usando deep-

learning para segmentação automática de imagens, e machine-learning para disponibilização 

de assinaturas IA com radiômica.  

Devido à pandemia da COVID-9, que causou 230.452 mortes no Brasil em 2020 

(FIOCRUZ, 2021), no ano seguinte foi iniciado o desenvolvimento tecnológico emergencial (6 

a 12 meses) de soluções visando a melhoria no gerenciamento dos serviços de saúde (FINEP: 

Edital nº 03/2020, Soluções tecnológicas inovadoras para produtos, serviços e processos 

implementadas por Startups e Empresas de Base Tecnológica aplicadas ao ambiente de 

pandemia de COVID-19, Contrato: 03.20.0113.00) e soluções visando o diagnóstico da 

COVID-19 por imagens de CT e inteligência artificial (FINEP: Edital nº 02/2020, Soluções 

Inovadoras para o combate ao COVID-19,  Contrato: 03.20.0156.00).  

Para a disponibilização das aplicações tecnológicas na rotina clínica, foi utilizada a 

metodologia de desenvolvimento de produtos baseada em TRL (do inglês, Technology 

Readiness Level), identificando as etapas de pesquisa básica, desenvolvimento tecnológico, 

validação e industrialização (norma ISO 16290:2013). Alguns recursos disponíveis na 
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plataforma Nuclearis, como workflows clínicos, prontuários, PACS/Viewer e APIs, facilitam a 

coleta e distribuição de dados para validação rápida dos produtos (TRL7), incorporados nos 

seguintes componentes tecnológicos da plataforma: 

 Workflow Clínico - Padronização de protocolos, monitoração dos processos, 

gerenciamento de filas e acesso facilitado a dados clínicos. 

 Estatística & Analytics – Painel de apoio à tomada de decisões.  

 

Este trabalho complementou estas soluções com novas ferramentas para gerenciamento 

de serviços de imagens, otimização de protocolos e acesso a novos biomarcadores e assinaturas 

com IA. A metodologia para desenvolvimento de software foi baseada nos princípios de 

Gerenciamento de Projetos propostos pelo BPM CBOK (CBOK, 2009). Os softwares 

desenvolvidos neste trabalho foram depositados no sistema de Peticionamento Eletrônico para 

registro de software no Instituto Nacional de Propriedade Industrial (INPI).  

4.1 Software e método para gerenciamento de filas de exames 

Para avaliar o impacto do software de gestão de filas, 17 (dezessete) os usuários de 06 

(seis) centros diagnósticos foram convidados a responder um formulário comparando a 

experiência antes e depois da implantação do software na rotina de trabalho (TRL7). O 

formulário é composto por quatro perguntas, com opções de respostas sendo importante ou 

indiferente, para as duas primeiras perguntas (A e B); e opções de respostas sendo melhorou, 

piorou ou indiferente para as duas últimas perguntas (C e D).  

Questionário: 

A) Como você avalia a importância de um software para auxiliar na rastreabilidade do 

paciente?  

B) Como você avalia a importância de um software para gerenciar as filas de atendimento? 

C) Na sua experiência com outros sistemas, em relação ao Nuclearis, como você avalia o 

impacto na segurança do paciente para a administração dos radiofármacos? 

D) Na sua opinião, quanto o Nuclearis auxilia no gerenciando de filas no atendimento em 

relação a outros sistemas? 
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4.2 Software e método para otimização do tempo de imagens  

Nesta etapa viabilizamos o acesso a séries de imagens (do mesmo paciente) com 

diferentes padrões de qualidade, simulando situações de baixo sinal (maior ruído). Este aparato 

irá apoiar na definição de protocolos otimizados para aquisição de imagens médicas. 

Adicionalmente, poderá ser aplicado também para a criação de novas tecnologias para 

recuperação de ruído usando deep-learning, visando a aceleração de exames e/ou redução de 

doses de radiação (ALMEIDA et al, 2021; OLIA et al, 2022).  

A metodologia desenvolvida para acesso a imagens de baixo sinal utilizou o 

equipamento de eletrocardiograma, usado em exames de imagens cardíacas, para capturar 

múltiplos do sinal gerado pelos equipamentos de imagens. Com estes múltiplos, pode-se 

simular exames realizados com diferentes espectros de sinal/ ruído (ARMSTRONG et al, 

2012).  

 

4.3 Padronização, seleção e análise de biomarcadores  

Esta etapa visou identificar, padronizar e avaliar a viabilidade de atributos radiômicos 

suficientemente robustos que poderão ser extraídos e usados na prática como biomarcadores. 

Obviamente, o acesso a estes atributos só fez sentido se eles complementavam uma informação 

existente (caracterizando-se como biomarcador), ou se são mais reprodutíveis ou de mais fácil 

acesso, considerando custo e disponibilidade. As metodologias para análise destes atributos 

radiômicos seguiram conforme proposto por ORLHAC (2018), ZWANENBURG (2020) e 

PFAEHLER (2021). Foram usados biomarcadores de PET para pacientes com linfoma, colo de 

útero e objetos simuladores de imagens para avaliações de reprodutibilidade e associação com 

desfechos clínicos (recidiva, morte), e foram usados biomarcadores CT para pacientes com 

pneumonias COVID e não-COVID para análises de padronização, seleção e harmonização de 

biomarcadores.  

 

4.4 Workflow para acesso a novos biomarcadores de imagens 

A figura 3 apresenta as etapas fundamentais que foram utilizadas para obtenção de 

biomarcadores radiômica. A etapa A, corresponde à imagem que o paciente gera no 

equipamento, com a indicação correta e com os protocolos de qualidade definidos. Tendo em 

vista que diferenças entre equipamentos (ex: modelo, softwares de reconstrução, filtros de 
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imagens) poderiam afetar a escala e a reprodutibilidade do biomarcador, tornou-se fundamental 

a determinação de parâmetros de qualidade nesta etapa do processo. A etapa B necessitou de 

algoritmos computacionais para deliminar a região ou órgão de interesse (segmentação). 

Quando a segmentação da imagem é feita de forma manual, introduz-se um fator operador-

dependente no processo, pois muitos atributos radiômicos são sensíveis à região delineada da 

imagem (ex: geometria da segmentação, região considerada, fatores de ponderação). Como 

consequência, é importante a escolha de biomarcadores que sejam invariáveis em função de 

pequenas variações na região segmentada. Preferencialmente, a segmentação automática deverá 

ser usada, pois elimina o viés do observador, além de automatizar o processo. Na etapa C foi 

feito o cálculo do atributo radiômico a partir das relações matemáticas entre os pixels 

(radiômica). Nesta etapa foram aplicados também métodos de seleção de atributos que sejam 

suficientemente robustos. Por exemplo, nesta etapa foram são eliminados atributos com baixa 

reprodutibilidade e atributos que variavam pouco em função da condição clínica. Ao identificar 

atributos (biomarcadores) que eram estáveis e que representavam a doença, fez-se necessário 

eliminar aqueles que sejam fortemente correlacionados entre si, para simplificar o problema e 

evitar o viés de múltiplas hipóteses. A etapa D avaliou os biomarcadores juntos com outras 

condições clínicas do paciente para apoio à decisão médica em modelos multivariados.  

 

Figura 3 - Etapas para extração de biomarcadores de imagens 

 

 

 

 

  

 

 

 

 

 

 

 

      

O workflow desenvolvido nesta etapa permitiu maior rapidez na extração e seleção de 

biomarcadores. Nesta etapa, foram usadas as plataformas disponíveis ImageJ, LIFEx e 
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PyRadiomics como experiências para definir o conjunto de ferramentas mais adequado para o 

grupo (KANOUN et al., 2015; NIOCHE et al., 2018; GRIETHUYSEN et al., 2017).  

 

4.5 Software de IA para diagnóstico da COVID-19 

Foram desenvolvidos componentes de software integrados no sistema RIS/PACS-

Nuclearis, usando deep-learning para auto-segmentação de imagens, e machine learning para 

disponibilização de assinaturas IA com radiômica. Recursos com interoperabilidade DICOM 

foram desenvolvidos para acesso e operações com as imagens no conceito PACS Larga Escala 

(MANSOORI et al., 2012) para incorporar a ferramenta de apoio à decisão para diagnóstico 

diferencial da COVID-19. A ferramenta foi construída usando dois escores com machine 

learning: a) questionários estruturados a partir de padronizações da taxonomia médica, e b) 

escores de biomarcadores de radiômica. Estes recursos computacionais foram desenvolvidos 

com a linguagem de programação Python (VANROSSUM et al, 1995).  

A figura 4 exemplifica o recurso que foi desenvolvido na plataforma para acionar o 

conjunto de inteligência para apoio ao diagnóstico da COVID-19. Em 4-A, temos um exame de 

CT de tórax de um paciente, demonstrando o botão para apoio inteligente ao diagnóstico da 

COVID-19. Em 4-B, O usuário escolhe 10 opções de um laudo estruturado, e na etapa final (4-

C) o recurso retorna uma assinatura IA do laudo estruturado, e uma assinatura IA baseada em 

radiômica.  

Figura 4 – Usabilidade e arquitetura para diagnóstico inteligente da COVID-19 
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A figura 5 apresenta um resumo das etapas, aplicações e ferramentas de software/ 

linguagens de programação usadas neste trabalho.  O detalhamento metodológico de cada etapa 

pode ser verificado nos artigos apresentados a seguir.  

 

Figura 5 – Quadro resumo das etapas do estudo 
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5. RESULTADOS 

 

Os resultados correspondem à experiência dos usuários do software WBA, apresentado 

no Anexo A, aos artigos originais apresentados a seguir, e aos Anexos B e C. 

 

5.1 ARTIGOS ORIGINAIS 
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Technical note: Partitioning of gated single photon emission computed tomography 

raw data for protocols optimization 
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Artigo nº 2 

PET Radiomic Features Variability: A Phantom Study on the Influence of 

Reconstruction and Discretization Method 

 

Revista Brasileira de Física Médica 
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Artigo nº 3 

Seleção e Harmonização dos Atributos Radiômicos em Tomografia 

Computadorizada de COVID-19 
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Artigo nº 4 

Prediction of Treatment Failure in Hodgkin Lymphoma: A Machine Learning 

Radiomic Approach in Baseline 18F-FDG PET/CT 
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Artigo nº 5 

Exploratory analysis of radiomic as prognostic biomarkers in 18F-FDG PET/CT 

scan in cervical cancer 

 

Frontiers in Medicine 
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Artigo nº 6 

Multi-center Integrating Radiomics, Structured Reports and Machine Learning 

Algorithms for Assisted Classification of COVID-19 in Lung Computed 

Tomography 

 

Journal of Medical and Biological Engineering 
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ABSTRACT 

 

 

Purpose: To evaluate the classification performance of structured report features, 

radiomics, and machine learning models to differentiate COVID-19 from other types of 

pneumonia in chest CT images. Methods: Sixty-four COVID-19 subjects and 64 subjects with 

non-COVID-19 pneumonia were sequentially selected. The dataset was split into two 

independent cohorts, one for the structured report, the radiomic feature selection and model 

building (n=73), and another for model validation (n=55). Physicians performed readings with 

and without machine learning support. Model's sensitivity and specificity were calculated, and 

inter-rater reliability was assessed using Cohen’s Kappa agreement. Results: Physicians 

performed with mean sensitivity and specificity of 83.4% and 64.3%, respectively. When they 

were assisted with machine learning, mean sensitivity and specificity were 87.1% and 91.1%, 

respectively. In addition, machine learning improved the inter-rater reliability from moderate to 

substantial agreement. Conclusions: Integrating structured reports and radiomics promises 

assisted the classification of COVID-19 in computed tomography images of the chest. 

 

Keywords: radiomics, structured reports, machine learning, pneumonia, computed 

tomography.   

 

1. INTRODUCTION 

 

Computed tomography holds a significant place in the diagnosis and staging of 

pneumonia, therefore providing important information in managing the current COVID-19 

pandemic [1]. However, the aspects of pulmonary lesions seen in CT are typical but not 

pathognomonic [2], resulting in a limitation of the method [3].  

Artificial intelligence (AI) is a ubiquitous topic in medical imaging due to its ability to 

automate image segmentation, improve lesion detection, perform better quality assurance, and 
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increase the inter- and intra-rater reliability [4-7]. Furthermore, structured reports are claimed 

to enhance radiology reporting by enabling standardization, productivity, and improved 

information transmission [8,9], leveraging its potential to decision support technologies using 

AI [8,10,11]. 

Recent studies have shown promising radiomics and AI to classify pneumonia in CT 

studies [12,13]. Even though AI has been widely used with different data types for COVID-19 

diagnoses, such as radiomics and clinical data, it has been little explored using imaging reports 

[14]. Huanhuan Liu and colleagues developed a clinical-radiomics model that included 

distribution features and clinical data, demonstrating the added value of lesion distribution 

reporting in their models [13]. In this perspective, the integration of minable data with artificial 

intelligence may benefit radiology practices and patient care.  

In this work, we explored radiological features from multi-center standardized web-

based structured reports and radiomics. In addition, we developed AI models and evaluated 

their classification performance to differentiate COVID-19 from other types of pneumonia, and 

their impact on intra rater reliability.  

 

2. MATERIALS AND METHODS 

 

2.1 Subjects 

 

Cases were defined as subjects with COVID-19 confirmed with RT-PCR referred to 

thorax CT during April-2020 and April-2021 sequentially selected from three Brazilian 

academic hospitals (Table 1). Controls were defined as subjects sequentially selected with 

pneumonia before the COVID-19 pandemic, referred to thorax CT during January-2018 and 

October-2019.   

Exclusion criteria were (a) CT images with poor quality; (b) small or imperceptible 

lesions; (c) unavailability of RT-PCT for the confirmed COVID-19 group; (d) images that were 
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not compliant with the institutional protocol for lung imaging (e.g., matrix size, kernel), and e) 

images that were no longer available on the PACS at the retrieval. 

 

Table 1 – Subject and center characteristics 

Characteristic  Hospital A Hospital B Hospital C 

Scanner Brilliance 6 (Philips) Aquilion (Toshiba) Emotion 6 (Siemens) 

COVID/ non-COVID 25/ 27  25/ 20 14/ 17 

Lung involvement    

Mild (<25%) 18 26 11 

Moderate (25-50%) 20 7 11 

Severe (>50%) 14 12 9 

Male gender 25 18 12 

Age (median – IQR) 54.5 (43.0-70.8) 55.5 (41.3-64.8) 57.0 (51.5-66.5) 

Slice thickness 2.0 mm 2.0 mm 1.25 mm 

Energy (kV) 120 120 130 

Current (mA) 159-310 99–389 61-240 

Kernel L FC86 B30s 

Experience (years) 11 10 19 

M: male; IQR: interquartile range. Experience: period of radiologist experience with CT 

 

 



58 

 

The study was approved by the ethics committee at each institution: Hospital A, 

Hospital B and Hospital C.  

 

2.2 Structured report  

 

The structured report was composed of ten questions concerning the radiological 

findings: five about lesion analysis and five about lesion distribution, with each answer being 

binary (yes/no), as follows: 

Analysis: 

A1: Predominant ground-glass opacity with a rounded morphology 

A2: ground-glass opacities with superimposed interlobular septal thickening and intralobular 

septal thickening (crazy paving) 

A3: Ground glass opacity and pulmonary consolidation  

A4: Pulmonary consolidation with air bronchograms 

A5: Reversed halo sign or cryptogenic organizing pneumonia (COP) findings 

 Distribution: 

D1: Bilateral and multifocal 

D2: Peripheral distribution 

D3: Prevalent in lower lobes and dorsal region 

D4: Peribronchovascular opacities and peripheral distribution.  

D5: Diffuse opacities  

 

Experienced radiologists (one from each hospital) were asked to retrieve the 

corresponding subject CT images from the hospital PACS and select the findings for the 

structured report. Only the image series with the axial slices of the lung were allowed to be 

reviewed. This data was then included in the software Nuclearis (Salvador, Brazil), a web-
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based radiology information system capable of personalizing standard structured reports. No 

other information was analyzed (e.g., side notes, remarks, further information). 

 

2.2.1 Structured report model 

An Extreme Gradient Boosting (XgBoost) algorithm was built in the training cohort 

(n=73) and validated in the independent cohort (n=55) using a structured report score of 0 or 1, 

with 0 meaning non-COVID-19 and 1 meaning COVID-19.  

 

2.3 Radiomics  

 

2.3.1 Automatic segmentation  

 

The process involved 37 COVID-19 individuals and another 36 individuals with 

pneumonia not associated with COVID-19 (hereafter denominated feature selection cohort). 

These CT images were previously manually segmented using LIFEx, version 6.30 

(www.lifex.org), to train a 2D convolutional neural network [15] with a 5-fold cross-validation 

scheme. A total of 12,780 CT slices were used, and data were augmented using 1 mm erosion 

in the LIFEx ROIs, flip, and rotation in the original images and ROIs, resulting in 51,120 

images. Each training dataset used 60 subjects to segment the additional subjects automatically. 

The output 2D class probability maps were filtered with a 3D Gaussian kernel before 

thresholding to obtain the final 3D lesion segmentation. Only the independently segmented 

lesions were included in the radiomic feature selection analysis. This process used the 

stablished image segmentation software LIFEx to delineate the ground truth of lung lesions 

aiming to develop our own automatic segmentation software for the radiomic feature 

extraction. 

 

2.3.2 Feature extraction 

http://www.lifex.org/
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Radiomic features were extracted using PyRadiomics [16]. The matrix grid was 

resampled to voxels of 1x1x2 mm³, and the discretization within each ROI was scaled to 128 

grayscale levels. Radiomic feature classes and corresponding features are presented in the 

supplementary material. A total of 93 features were calculated, including 18 first order and 75 

textural features: 16 gray level run length matrix (GLRLM), 16 gray level size zone matrix 

(GLSZM), five neighborhood gray-tone difference matrix (NGTDM), 14 gray level 

dependence matrix (GLDM) and 24 gray level co-occurrence matrix (GLCM).  

 

2.3.3 Feature selection  

The feature selection process is illustrated in Figure 1. Lung lesions from the feature 

selection cohort were automatically segmented, and two additional segmentation datasets 

(artificial observers) were generated using erosion functions with 1- and 3-mm. Additional blur 

and sharp kernels were applied to the original image to simulate different scanner/image 

reconstructions. Ninety-three radiomic features were computed for each of the three observers 

from the erosion and image quality groups. The intraclass correlation coefficient (ICC) was 

used to estimate the reproducibility. Features which ICC > 0.90 were selected.  

Figure 1: Feature selection framework 
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2.5.2 Radiomic model 

We used the same cohort of feature selection section for model building (n=73) and an 

independent cohort with 55 subjects (27 COVID-19 and 28 non-COVID-19) for model 

validation. A random forest model was built at the lesion level (segmented lesions = 1060), 

each annotated according to the subject status. The algorithm classified lesions through a 

radiomic score ranging from 0 to 1, with 0 meaning non-COVID-19 and 1 meaning COVID-19 

lesion. The model (rf_mean) was validated in the subject level by averaging the scores of all 

lesions for the specific subject.    

2.4 Physician’s performance 

 

Two experienced physicians, one radiologist, and one pneumologist scored the CT 

images in the validation group (n=55) to classify whether the pneumonia was COVID-19 or 

non-COVID-19. Both physicians were blinded regarding the RT-PCR and clinical information, 

where the radiologist was the same performing the structured report (Hospital B), and the 

pneumologist only participated in this validation step of the study. Firstly, they analyzed the 

CT images without any support from the machine learning models. Finally, they analyzed the 

CT images again, after 30 days, with the support of both radiomic and structured reports 

models using binary classification in each model.  

 

 

2.5 Statistical analysis 

 

The odds ratios of radiological findings were assessed as an indication of feature 

importance. The whole dataset (n=128) was used in such analysis. The mean of Dice 

Coefficient (F1 Score) was computed using Python-3.9.2 software to assess the performance of 

our automatic COVID-19 segmentation method.                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                         

Machine learning analysis was performed using software Orange, version 3.29.3 [17]. The 

sensitivity and specificity of the models were calculated from the categorical classification 
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outputs from Orange, and their 95% confidence intervals were estimated using OpenEpi 

software [18]. The ROC curves were assessed to estimate the AUC and the 95% confidence 

intervals using the continuous scores from orange and the SPSS 18.0 for Windows. The mean 

ROC curve for physicians’ performance was simulated by iteratively misspecifying the true 

values with a random gaussian function for improved readability and interpretation. The 

procedure was stopped when the simulated ROC curve yielded values corresponding to the real 

sensitivity and specificity [19]. The inter-rater reliability was assessed with and without the 

support of machine learning models using the Cohen’s Kappa coefficient (k), according to the 

classification: weak (k ≤ 0.20), fair (0.20 < k ≤ 0.40), moderate (0.40 < k ≤ 0.60), substantial 

(0.60 < k ≤ 0.80) or strong (k > 0.80) [20].  

3. RESULTS  

 

3.1 Structure reports 

The XgBoost performed with 81.6% (66.6-90.8%) sensitivity and 82.9% (67.3-91.9%) 

specificity in the training cohort (AUC=0.91); and 77.3% (56.6-89.9%) sensitivity and 69.7% 

(52.7-82.7%) in the validation cohort (AUC=0.82) (Table 3).  

The odds ratio (95% CI) revealed feature importance, as presented in Table 2. 

According to this analysis, features A1, A2, A4, D1, and D2 were the strongest predictors (p < 

0.05), where their presence was more frequent in the COVID-19 group, except A4, which 

appear more frequently in the non-COVID-19 group.  

Table 2 – Feature importance for structured reports 

Odds Ratio (95% CI) 

Analysis Distribution 

A1:  2.7 (1.3-5.6)                 D1: 2.7 (1.4-5.4)              

A2:  2.6 (1.3-5.3) D2: 5.0 (2.2-11.2) 
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A3: 1.4 (0.7-2.8) D3: 0.6 (0.3-1.3) 

A4: 0.3 (0.1-0.8) D4: 1.8 (0.9-3.7) 

A5: 1.0 (0.1-15.9) D5: 1.5 (0.5-4.0) 

 

3.2 Radiomics 

The mean F1 socre of our auto-segmentation algorithm was 0.72. Figure 2 shows the 

axial view of an infected COVID-19 individual (Figure 2a), the auto-segmentation (Figure 2b), 

ROI erosion functions: 1mm (Figure 2c) and 3mm (Figure 2d); and image enhancements: blur 

(Figure 2e) and sharp (Figure 2f) kernels.  

 

Figure 2: Auto-segmentation and observer augmentation. 

 

 

The intersection between both erosion and image quality groups resulted in three 

features with excellent reproducibility, as follows: gldm_GrayLevelNonUniformity, 

firstorder_Energy, and firstorder_TotalEnergy.  
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The rf_mean model with these selected features performed with AUC = 1.0 in the 

training cohort and AUC = 0.84 (0.73-0.95) in the validation cohort, both at the subject level. 

Sensitivity and specificity in the validation cohort were 70.4% (51.5-84.2%) and 89.3 (72.3-

96.3%), respectively (Table 3).    

3.3 Physicians 

In the physician’s assessment, pneumologist performed with sensitivity and specificity 

of 81.5% (63.3-91.8%) and 67.9% (49.3-82.1%), respectively; while radiologist performed 

with sensitivity and specificity of 85.2% (67.5-94.1%) and 60.7% (42.4-76.43%), respectively. 

When physicians were assisted with both artificial intelligence models, their performance were 

sensitivity and specificity of, respectively, 85.2% (67.5-94.1%) and 85.7 (68.5-94.3) for 

pneumologist, and 88.9% (71.9-96.2%) and 96.4% (82.99.4%) for radiologist. The Cohen’s 

Kappa coefficient between both physicians was k = 0.66 (0.46-0.86) without the support of 

machine learning and improved to 0.78 (0.61-0.94) with the use of machine learning. 

Therefore, the readings assisted by artificial intelligence improved the lower limit from 

moderate to substantial. Figure 3 depicts the overall readers’ performance based on the AUC, 

and Figure 4 depicts the readers’ reliability.  

Even though we only found a significant difference between specificities for the 

radiologist reader with and without AI (p < 0.05), our results suggest that standardized and 

semi-automatic measures based on questionnaires and radiomics may assist physicians on the 

classification task.  

Table 3 – Model performance on the validation dataset 

Model Sensitivity (95%CI) Specificity (95%CI) AUC (95%CI) 

Structured Report  77.3 (56.7-89.9) 69.7 (52.7-82.6) 0.82 (0.69-0.93) 

Radiomic  70.4 (51.5-84.2)             89.3 (72.3-96.3)                        0.84 (0.73-0.95)                       
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Pneumologist 81.5 (63.3-91.8) 67.9 (49.3-82.1) 0.84 (0.72-0.95) 

Radiologist 85.2 (67.5-94.1)              60.7 (42.4-76.43)                      0.78 (0.66-0.90) 

Pneumologist with AI 85.2 (67.5-94.1) 85.7 (68.5-94.3) 0.92 (0.84-0.99) 

Radiologist with AI 88.9 (71.9-96.2) 96.4 (82.3-99.4) 0.97 (0.92-1.00) 

 

Fig. 3: Physicians and artificial intelligence performance. 

 

 

 

 

 

 

 

 

 

Fig. 4: Reader’s reliability.  

Physician’s agreement (A) without and (B) with artificial intelligence.  

 

DISCUSSION 
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This study shows that structured reports, radiomics, and machine learning algorithms 

provide a reliable classification of CT scans to identify COVID-19 individuals and better assist 

physicians in their decision. Our study characterized the CT pneumonia examinations using 

radiomics and a typically structured report questionnaire for lung CT pneumonia and AI 

models. Furthermore, we conducted a careful methodological and statistical design to avoid the 

pitfalls in the modeling workflow and analysis, thus promoting the results' reliability and 

repeatability [21,22]. 

Syeda et al. [14] published a systematic review on the role of machine learning in 

tackling coronavirus disease. Among forty studies that evaluated the diagnosis of COVID-19, 

none of them used imaging features extracted from standardized structured reports. Although 

several authors reported the application of AI for diagnoses of COVID-19 using CT, their 

works were based on image processing techniques and/ or clinical data.  

We could not demonstrate that the model's performance was statistically higher than 

that achieved by the physicians, but the observed trends are optimistic. More importantly, they 

improved their reportings when assisted by these models. Interestingly, the results of our 

radiomic model are similar to Guiot J et al. [12], which achieved a sensitivity of 69.5% and a 

specificity of 91.6%. Liu H et al. [13] developed both clinical-radiological and clinical-

radiomic models. They found sensitivity and specificity of 63% and 84% for their clinical-

radiological model, which included the features of age, gender, neutrophil ratio, lymphocyte 

count, location, distribution, reticulation, and lung involvement. Its overall performance AUC = 

0.83 (0.75–0.90) is also equivalent to our structured report model. Their clinical-radiomic 

model achieved AUC = 0.93 (0.85-1.00) with sensitivity and specificity of 85% and 90%, 

respectively. Although clinical data may provide additional predictive information, they are not 

available in many clinical settings, while our models depend only on simple scoring and 

automated image quantification.  
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Our work also confirmed the higher prevalence of typical features previously reported 

in COVID-19 cases (A1, A2, D1, D2) [1,23], demonstrating these patterns' added contribution 

and dependence on artificial intelligence models. These models' performance motivates a more 

extensive clinical evaluation based on a larger cohort designed to evaluate the gain in accuracy 

and inter- intra rater reliability achieved by radiologists of different levels of experience with 

the assistance of our algorithm.  

Our study has some limitations. First, the limited sample size imposes a relatively large 

confidence interval of our results. Second, our radiomic model could be generalized only with 

the feature selection and extraction parameters used in this work. Finally, our algorithm shows 

two scores (radiomic and structured reports) therefore limiting the decision contribution to 

physicians when both scores are ambiguous (n=18/55).  

The management of COVID-19 patients is multifaceted. Decision-making technologies 

to handle coronavirus disease in real-time are valuable tools to avoid its spread and rationalize 

resources. The proposed approach intends to standardize better, automate, and identify infected 

patients or discard pneumonia that is unlikely COVID-19. Our efforts are aligned with global 

demand to make minable data and artificial intelligence feasible and translational to clinical 

practice, as radiomics, reporting standardization, and statistical tools are becoming more 

widespread [24].  

CONCLUSIONS 

Radiomics, structured reports, and machine learning algorithms enable good 

classification of CT scans to identify COVID-19 individuals. In addition, this approach assisted 

physicians in standardizing better the classification and reporting of COVID-19 in computed 

tomography. 
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6. DISCUSSÃO 

 

Neste projeto desenvolvemos e implementamos tecnologias da informação e métodos 

computacionais para otimização dos processos na saúde. A incorporação das novas 

metodologias no software WBA permitiu validar os componentes tecnológicos em ambiente 

operacional, visando o atingimento de maturidade tecnológica TRL7, que é quando uma 

tecnologia é demonstrada em um ambiente clínico (norma ISO 16290:2013). A figura 5 orienta 

sobre os resultados em cada etapa do trabalho.  

A implementação do sistema de gerenciamento de filas demonstrou, na percepção dos 

profissionais usuários do software, que 86,7% dos usuários consideraram que a solução de 

gerenciamento de filas da plataforma agregou mais segurança aos pacientes, enquanto 13,3% 

dos usuários consideraram indiferente. Em relação aos ganhos de produtividade, 83,3% dos 

usuários relataram ganhos no atendimento dos pacientes, enquanto 16,7% dos usuários 

julgaram indiferente (anexo A, anexo C) (PONCE et al, 2020). Estes resultados demonstram o 

potencial de melhorias que podem ser alcançadas na adoção de ferramentas aderentes às 

especificidades dos processos de saúde, permitindo mais flexibilidade e mais eficiência na 

gestão de processos (ZANG et al., 2009). Para o segmento de diagnóstico por imagens, faz-se 

necessário integrar os softwares de gestão com uma solução de PACS para otimizar os ganhos 

de eficiência (AYAL and SEIDMAN et al., 2009). Durante nosso estudo, evoluímos a 

ferramenta PACS para o conceito de PACS de Larga Escala, viabilizando uma infraestrutura 

tecnológica capaz de gerenciar mais de 20.000 exames por ano, validado para as modalidades 

SPECT, PET, CT, densitometria óssea, raios-X e ultrassom (MANSOORI et al., 2012).   

As ferramentas de aceleração de exames buscam otimizar a produtividade dos serviços 

de saúde e prover melhor satisfação e conforto aos pacientes, além de reduzir custos 

operacionais com a otimização da capacidade instalada. Desenvolvemos um algoritmo que 

permite particionar imagens convencionais de SPECT em novas imagens que simulam terem 

sido realizadas em menor tempo (artigo 1 e anexo C) (QUEIROZ et al., 2022). Este software 

permite não apenas facilitar a avaliação de novas tecnologias de aceleração de imagens (ao 

simular imagens com menor tempo, sem necessidade de expor o paciente a uma nova aquisição 

de imagens), como ainda facilitará o desenvolvimento de novos modelos com deep-learning 

(dada a alta capacidade de simular imagens de variadas qualidades), reduzindo também a 

dependência de tecnologia importada (VALENTA et al., 2010; LECCHI et al., 2017; OLIA et 

al., 2022).  
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Nas aplicações computacionais para acesso a biomarcadores e apoio à decisão, faz-se 

necessário entender e estudar as metodologias de padronização e seleção (escolha) dos 

atributos de imagens conforme sua robustez. Uma das formas de análise, geralmente 

complementar, refere-se a estudos de repetitividade com objetos simuladores (phantoms). Em 

nosso estudo, caracterizamos a repetitividade de atributos radiômicos usando o simulador 

IEC/NEMA (artigo 2) (MACHADO et al, 2021) e estudamos métodos de harmonização e 

robustez (OLIVEIRA et al, 2022). Com isso, avaliamos correspondências na literatura sobre a 

consistência (reprodutibilidade, harmonização, correlação clínica) dos atributos radiômicos 

encontrados e aplicamos um estudo de caso em imagens de 18F-FDG-PET/CT de pacientes 

com linfoma Hodgkin (artigo 4) (MACHADO et al, 2022) e pacientes com COVID-19 (artigo 

6 e anexo C) (MACHADO et al, 2022). Em nosso experimento com phantom para verificar a 

variabilidade dos atributos radiômicos PET, utilizamos um modelo simples, com esferas 

homogêneas, cujo resultado não é generalizável para condições em que o tumor se apresenta 

com captação mais heterogênea do radiofármaco, conforme Pfaehler e colegas (2019) 

demonstraram em seu estudo com phantom criado a partir de uma impressora 3D para simular 

casos de câncer de pulmão. Entretanto, nosso experimento contribui para demonstrar o 

comportamento da variabilidade dos atributos radiômicos em função de outros métodos de 

discretização dos valores de pixel.      

Ressalta-se a necessidade de se estabelecer um workflow para segmentação de imagens, 

extração e seleção dos atributos radiômicos (Fig. 3). A escolha do conjunto de ferramentas 

necessárias dependerá da preferência da equipe de pesquisa e dos recursos disponíveis. Neste 

projeto usamos os softwares ImageJ, LIFEx e PyRadiomics, estabelecendo diferentes 

workflows para extração de características radiômicas (artigos 3-6) (
1
MACHADO et al, 2022; 

OLIVEIRA, et al, 2022;
 2

MACHADO et al, 2022; ALENCAR et al, 2022). Apesar de todas 

estas opções apresentarem-se úteis, a incorporação de métodos baseados em linguagem Python 

possui a vantagem de facilitar a interoperabilidade com outros softwares (VANROSSUM, G et 

al, 1995). Por fim, optou-se por adotar a biblioteca PyRadiomics, que possui linguagem 

baseada em Python (GRIETHUYSEN, et al, 2017). Com isso, desenvolvemos aplicações de 

fronteira com deep-learning para segmentação de imagens (artigo 3, artigo 6 e anexo B) 

(OLIVEIRA, et al, 2022;
 
MACHADO et al, 2022), métodos para obtenção dos biomarcadores 

e métodos machine-learning para a criação de modelos preditivos para apoio diagnóstico de 

linfoma Hodgkin (artigo 4) (MACHADO et al, 2022), colo de útero (artigo 5) (ALENCAR et 

al, 2022) e COVID-19 (artigo 6 e anexo C) (MACHADO et al, 2022). O desenvolvimento de 

algoritmos com redes neurais (deep-learning) para segmentação automática de imagens (artigo 
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3, artigo 6, anexo B e anexo C) é um importante recurso desenvolvido neste trabalho, pois 

automatiza o processo manual e elimina o viés do observador (operador-dependente), pois 

muitos biomarcadores são sensíveis à região delineada da imagem (ex.: geometria da 

segmentação, região considerada, fatores de ponderação) (PFAEHLER et al, 2019).  

Embora este conjunto de tecnologias tenha o potencial de apoiar a decisão médica, 

possibilitando a melhoria da qualidade de vida das pessoas, redução da hospitalização, da 

recidiva de doença e da mortalidade; cabe salientar a necessária validação clínica das 

tecnologias propostas, delimitando suas fragilidades, oportunidades e níveis de evidência. No 

modelo preditivo para apoio ao diagnóstico de linfoma Hodgkin (artigo 4) (MACHADO et al, 

2022), devido ao tamanho amostral limitado, não foi possível realizar a seleção de 

biomarcadores e a validação do modelo em conjuntos de pacientes independentes, conforme 

preconiza as melhores práticas na área (BUVAT & ORLHAC, 2021), possivelmente resultado 

em viés de informação. Ambos os estudos apresentados nos artigos 4 e 5 foram realizados em 

um único equipamento de aquisição de imagens, necessitando de validação externa. Por outro 

lado, no artigo 6 tanto a seleção de biomarcadores quanto o treinamento dos modelos IA foram 

realizados em um grupo de pacientes independente do grupo de validação do modelo IA. 

Adicionalmente, foram incluídos três centros diagnósticos com três modelos de equipamentos 

distintos, incrementando a qualidade dos resultados. É importante destacar ainda que, além da 

melhora na acurácia diagnóstica observada no artigo 6, a IA também possibilitou uma melhora 

na concordância entre observadores. Todavia, com a constante modificação das características 

epidemiológicas da doença, faz-se necessário avaliar a tecnologia em novos pacientes após a 

consolidação da vacinação no Brasil. 

Nossos resultados podem impactar muitos pacientes, como aqueles encaminhados para 

realizar CT de tórax com suspeita de COVID-19, que apesar da redução de casos decorrente da 

vacinação, continua afetando milhares de indivíduos por dia; pacientes oncológicos que 

realizam exames de PET/CT, cujos médicos podem acessar informações de textura tumoral, 

que está associada a um estágio mais avançado da doença (necrose); pacientes que realizam 

exames de medicina nuclear, que poderão usufruir de exames mais rápidos e/ou com menor 

dose de radiação; e outros pacientes encaminhados para procedimentos em departamentos de 

diagnóstico por imagens, que se beneficiarão de tecnologias integradas que melhoram a 

eficiência operacional dos serviços de saúde, resultando em mais segurança e mais 

produtividade. 
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7. CONCLUSÃO 

 

Neste trabalho foi desenvolvido e implementado um conjunto de tecnologias da 

informação e métodos computacionais para melhorar a gestão e a assistência aos pacientes em 

serviços de diagnóstico por imagens: 

a) A produtividade de serviços de saúde aumentou com a disponibilização de um 

software especialista com conceito WBA. 

b) Exames podem ser realizados em menor tempo e/ou com menor dose de radiação 

utilizando o método para simulação de imagens desenvolvido e validado para protocolos de 

exames SPECT. 

c) Foi desenvolvido e validado um workflow para estudos com radiômica, 

contemplando as etapas de segmentação automática de imagens, extração, padronização e 

seleção de biomarcadores a serem usadas na descoberta de novas associações (Knowledge 

Discovery – KDD).  

d) Foram demonstrados novos biomarcadores para apoio à decisão em exames de 18F-

FDG-PET/CT oncológico (linfoma de Hodgkin e câncer de colo de útero) e CT de tórax 

(Covid-19).  

e) Um novo software desenvolvido para apoio ao diagnóstico da COVID-19 utilizando 

imagens de CT, melhorou a acurácia e concordância entre observadores na suspeita diagnóstica 

de pneumonia por COVID-19.  
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8. PERSPECTIVAS 

 

As ferramentas desenvolvidas em uma plataforma de gestão no conceito WBA 

integrada a um PACS de Larga Escala é facilmente escalável para milhares de serviços de 

saúde e isto pode viabilizar a implementação de novos escores para a prática da medicina de 

precisão. Os resultados deste trabalho abrem perspectivas para a implementação do software de 

gestão WBA para outras especialidades médicas. O método de gerenciamento de filas validado 

para as especialidades de radiologia e medicina nuclear será abordado futuramente nas áreas de 

cardiologia e oncologia. Ainda na área de imagens, serão implementadas novas funcionalidades 

no software para contemplar novos fluxos de trabalho que inclua o médico assistente e outros 

profissionais externos aos serviços de saúde. Por exemplo, os resultados de exames 

diagnósticos usualmente disponibilizados pela internet para o paciente, serão disponibilizados 

também para o médico assistente (incluindo as ferramentas de IA), para engajar o médico 

assistente nesta etapa do processo de decisão, ampliando o alcance das soluções de escores de 

risco com radiômica e IA. Com a eminente implementação de políticas de proteção do sigilo do 

paciente reforçado pela Lei Geral de Proteção de Dados (LGPD), serão trabalhadas etapas de 

validação de identidade no usuário quando for necessária a identificação do paciente.   

No campo da otimização do tempo de aquisição de imagens, o método desenvolvido 

para simulação de imagens com ruído será usado futuramente para treinar redes neurais de 

aprendizado profundo (deep-learning), visando uma redução do tempo dos exames SPECT, 

PET e RM. Esta iniciativa poderá acarretar numa mudança de paradigma para a realização 

destes exames, reduzindo o tempo do paciente nos serviços de saúde, aumentando o seu 

conforto e permitindo que os serviços de saúde alcancem um novo patamar na produtividade e 

eficiência operacional.   

Com o workflow desenvolvido para extração de biomarcadores radiômicos, serão 

implementadas análises em outras doenças visando tanto validade das descobertas como incluir 

a informação radiômica em um repositório de variáveis clínicas (biobanco digital) para análises 

epidemiológicas, permitindo a descoberta de novas associações entre fatores de risco (ex.: 

diabetes, histórico familiar, exames, radiômica) e desfechos clínicos (ex.: hospitalização, 

recidiva de doença, morte). Esta iniciativa está alinhada ao campo de estudos do BigData, 

possibilitando analisar grandes massas de dados a partir da agregação de repositórios de dados. 

Com isto, as tecnologias desenvolvidas alcançarão maior utilidade, por exemplo apoiando 

pesquisadores e gestores da saúde na implementação de políticas e novos protocolos de saúde. 
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O auxílio de algoritmos com inteligência artificial para apoio à decisão, associando-se fatores 

clínicos e técnicas de radiômica, oferecem informações que são complementares na explicação 

da doença, enquanto a IA fornecerá o poder de combinar estas informações com maior acurácia 

preditiva, fornecendo uma ferramenta sem precedentes na prática da medicina personalizada.  

Por meio do projeto FINEP Startups IA (Edital 04/2022), métodos IA com 

processamento de linguagem natural (NLP) serão usados para extrair o conhecimento 

armazenado em arquivos de texto com linguagem natural pelos serviços de saúde. Este método 

poderá auxiliar na coleta de grandes volumes de informações para identificar associações, 

facilitar a coleta de dados presentes em sistemas obsoletos, e auxiliar no desenvolvimento de 

modelos multivariados. Biomarcadores extraídos por diferentes métodos, por exemplo, a fração 

de ejeção extraída da cintilografia do miocárdio e a fração de ejeção extraída pelo exame de 

ecocardiograma também podem ser usados em técnicas de harmonização (artigo 3), a fim de 

comparar medidas numa mesma escala. Ainda por meio desta iniciativa, serão contemplados no 

sistema PACS/Viewer novos biomarcadores de imagens como a composição corporal extraída 

da CT (Anexo B) e a textura tumoral de imagens PET (Artigos 4 e 5). Assim, a arquitetura 

tecnológica demonstrada para a COVID-19 (figura 4) será expandida para acessar 

biomarcadores e assinaturas IA de outros exames PET e CT.  

Será também explorada a correlação de biomarcadores radiômica com biomarcadores 

moleculares para substituição de procedimentos mais invasivos. Existe ainda um amplo espaço 

para aplicações de radiômica em outras modalidades de imagens médicas, como ultrassom, 

patologia, ressonância magnética, fotografias de feridas de úlceras falciformes. A rápida 

viabilidade de aplicações de softwares e inteligência médica na saúde poderá desencadear 

oportunidades de geração de novas startups e inovações na saúde.    
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ANEXOS 

Anexo A – Apresentação em Congresso 

 

Plataforma para Gerenciamento de Filas e Rastreabilidade de Processos para Aumentar 

a Produtividade e a Segurança do Paciente 

 

Trabalho publicado nos anais do XVII Congresso Brasileiro de Informática em Saúde, 

dezembro de 2020. 
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Anexo B – Método automático para cálculo da composição corporal 

 

Marcos A. D. Machado¹
,2
, Bruno H. L. Anjos² 

1) Departamento de Radiologia, Complexo Hospitalar Universitário Professor Edgard 

Santos/Universidade Federal da Bahia (UFBA)/ Ebserh, Salvador, Bahia, Brasil. 

2) Departamento de Inteligência Artificial - Nuclearis Corporation, Recife, Pernambuco, 

Brasil 

 

A composição corporal tem sido associada com desfechos de sobrevida em diferentes 

tipos de câncer (EBADI et al, 2020 & DA CUNHA JÚNIOR et al, 2021). A imagem de CT na 

terceira vértebra lombar foi proposta por DA CUNHA JÚNIOR e colegas (2021) para a análise 

da composição corporal de pacientes com mieloma múltiplo, servindo como biomarcador 

prognóstico.  

Neste trabalho, utilizamos a coorte de pacientes com câncer de colo de útero para 

segmentação da gordura subcutânea de 47 pacientes, e outra coorte de 30 pacientes com outros 

tipos de câncer. A segmentação foi realizada utilizando a plataforma LIFEx para gerar os 

arquivos de aprendizado das segmentações em 10 a 20 cortes axiais dos 77 pacientes. Com 

isso, foi desenvolvida uma rede neural utilizando linguagem Python para segmentação 

automática da região de interesse para o cálculo da gordura subcutânea. Após a segmentação, o 

indicador de composição corporal é a média do número Hounsfield dos pixels. Utilizamos o 

Dice Score (F1) como métrica de desempenho do software de segmentação automática.  

A figura abaixo demonstra o resultado do nosso software: à esquerda, a máscara de 

segmentação delineada pelo especialista, ao meio a máscara de segmentação resultante do 

nosso software, e à direita o erro entre as segmentações.  

 

 

 

 

 

 

 

 

O resultado do Dice Score realizando o método leave-one-out foi de 0,95 (0,82-100), 

mostrando-se uma ferramenta viável para automação do cálculo de composição corporal.  
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Anexo C – Registro de Software no Instituto Nacional de Propriedade 

Industrial (INPI) 

 

Os quatro softwares desenvolvidos neste trabalho foram depositados para registro no INPI, 

conforme segue: 

 

 Sistema para gestão de serviços de saúde: gerenciamento de filas e automação do fluxo 

de pacientes 

 

Número do processo: BR512023000174-0 

 

 Método para particionamento de imagens gated-SPECT 

 

Número do processo: BR512023000147-3 

 

 Cálculo automático da composição corporal através da tomografia computadorizada 
 

Número do processo: BR512023000125-2 

 

 Sistema de visualização e análise de imagens médicas com inteligência artificial para 

diagnóstico da COVID-19 

 

Número do processo: BR512023000157-0 
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Anexo D - Pareceres do Comitê de Ética 
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Anexo E – Artigos submetidos (comprovantes) 

 

 

 


