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Resumo

Vieira, Lucas Santos. Modelo de Regressao Simplex Multivariado (Inferéncia, Diagnés-
tico, Aplicagdo). 2023. 100 f. Dissertagdo (Mestrado) - Instituto de Matemaética e Estatistica,
Universidade Federal da Bahia, Salvador/BA, 2024.

Os modelos de regressao Beta e Simplex tem sido amplamente utilizados para analisar varia-
veis que representam taxas, proporg¢oes ou indices, isto é, varidveis mensuraveis no intervalo aberto
(0,1). Em alguns fenomenos estas variaveis estao correlacionadas, o que requer a obtencao de distri-
buicao multivariada, em particular o caso bivariado, segundo uma determinada abordagem. Nesse
sentido, o presente trabalho tem como objetivo principal propor o modelo de regressao Simplex
Multivariado (MRSM) via fun¢ao cépula. Estimadores para os pardmetros sdo encontrados via o
método de maxima verossimilhanca (MV) e, via um estudo de simulacao estuda-se seus respectivos
comportamentos assintéticos. Uma andlise de diagnostico, tais como: analise de residuos e influén-
cia global (distancia de Cook generalizada e afastamento da verossimilhanga), sdo desenvolvidos
com o intuito de identificar possiveis pontos atipicos e/ou influentes e a adequabilidade do modelo
aos dados. Por fim, os resultados sdo aplicados a dois conjuntos de dados reais para exemplificar a
metodologia desenvolvida.

Palavras-chave: Modelo de regressao Simplex multivariado, inferéncia, diagnéstico e aplicacgoes.
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Abstract

Vieira, Lucas Santos. Multivariate Simplex Regression Model (Inference, Diagnosis, Ap-
plication). 2024. 100 f. Dissertation. Institute of Mathematics and Statistics, Federal University
of Bahia, Salvador/BA, 2024.

Beta and Simplex regression models have been widely used to analyze variables that repre-
sent rates, proportions or index, that is, variables measurable in the open interval (0.1). In some
phenomena these variables are correlated, which requires obtaining a multivariate distribution, in
particular the bivariate case, according to a certain approach. In this sense, the main objective of
this work is to propose the Multivariate Simplex regression model (MRSM) via the copula func-
tion. Estimators for the parameters are found via the maximum likelihood (MV) method and, via a
simulation study, their respective asymptotic behaviors are studied. A diagnostic analysis, such as:
residual analysis and global influence (generalized Cook’s distance and likelihood departure), are
developed with the aim of identifying possible atypical and/or influential points and the suitability
of the model to the data. Finally, the results are applied to two sets of real data to exemplify the
developed methodology.

Keywords: Multivariate Simplex regression model, inference, diagnosis and applications.
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Capitulo 1

Introducao

Conforme elucidado em Liu et al. (2020), estudos cientificos de diferentes areas produzem dados
continuos proporcionais que estao relacionados a varias situagoes praticas, quer sejam experimentais
ou observacionais. Assim, existe o interesse de investigar e modelar varidveis que representam taxas,
proporg¢des ou indices, isto é, varidveis mensurdveis no intervalo aberto (0,1).

Por muito tempo, os modelos lineares tem sido utilizados para descrever a maioria dos fenéme-
nos aleatérios, entretanto, quando o objetivo é modelar dados restritos ao intervalo (0,1), o modelo
linear torna-se inadequado, pois, tais dados, em geral, apresentam assimetria e violam certas su-
posigoes bésicas, como por exemplo heteroscendasticidade. (Silva, 2015). Por esta razdo, diversos
autores propuseram modelos considerando distribuicoes em que a varidvel resposta é limitada no
intervalo aberto (0,1). Dentre os modelos mais estudados para esses tipos de dados temos o modelo
de regressao Beta proposto por diversos autores, como por exemplo: Paolino (2001) aplicada a da-
dos sobre ciéncia politica; Vasconcellos e Cribari-Neto (2005) propuseram uma classe de modelos de
regressao para modelar dados restritos ao intervalo (0,1); Rocha e Simas (2011) avaliaram a influ-
encia das observagoes na classe geral dos modelos de regressao Beta introduzidos por Simas et al.
(2010); Ferrari e Cribari-Neto (2004) propuseram um modelo de regressdo cuja resposta corres-
ponde a distribuicdo Beta por meio de uma reparametrizacao. Na literatura, alternativamente a
distribuicdo Beta temos a distribuicdo Simplex, que pertence a uma classe de modelos alternativos,
conhecido como a classe dos modelos de dispersao (Jorgensen, 1997).

Diversos autores também vem se dedicando aos modelos de regressdo Simplex, tais como:
Liu et al. (2020) que propuseram um modelo de regressdo Simplex inflacionado de zeros-uns,
contemplando a parte discreta (0’s e 1’s), bem como a parte continua, o intervalo aberto (0,1);
Miyashiro (2008) desenvolveu técnica de anélise de diagnéstico para modelos de regressao Simplex
a partir do trabalho de Espinheira et al. (2008); Espinheira e de Oliveira Silva (2019) propuse-
ram técnicas de andlise de influéncia local para a classe geral dos modelos de regressao Simplex;
Carrasco e Reid (2021) consideraram o modelo de regressao Simplex na presenca de erro de medida
na covariavel; Silva (2019) propds uma extensédo do modelo de regressao Simplex apresentado por
Miyashiro (2008), em que o pardmetro da média e precisdo estdo relacionados as covaridveis por
meio do preditores nao lineares.

Na pratica, dado a exigéncia de varios eventos cujos dados estdo correlacionados, surge uma
necessidade por modelos de regressdo multivariados, tendo em vista que existem varidveis a serem
modeladas de forma conjunta. Nesta vertente, Cepeda-Cuervo et al. (2014) propuseram o modelo
de regressao Beta bivariada com modelagem conjunta dos pardmetros de média e dispersao via
fungao cépula Farlie-Gumbel-Morgenstern (FGM); Souza e Moura (2016) propuseram o modelo de
regressao Beta multivariado para diferentes fungoes copulas, conduzindo o processo de inferéncia
sob uma abordagem Bayesiana; Koochemeshkian et al. (2020) propuseram o modelo de regressao
Beta bivariado e suas aplicagoes médicas, baseada em uma distribuicdo Beta bivariada flexivel com
trés pardmetros de forma, etc. Assim o presente trabalho de dissertacdo tem em seu maior intuito e
inovacao estender o modelo de regressao Simplex univariado para um modelo de regressao Simplex
multivariado via funcdo cépula. Inferéncias via maxima verossimilhanga sdo realizadas, intervalos



2 INTRODUCAO 1.2

de confianca e testes hipdteses sao desenvolvidos; estudos de simulacao sdo conduzidos; propomos
alguns método de diagnostico e utilizamos dois conjuntos de dados reais para validar a metodologia
proposta.

1.1 Objetivos do trabalho

a - Objetivo geral

e O objetivo geral deste trabalho de pesquisa é propor o modelo de regressao Simplex
multivariado (MRSM) via funcao cépula.

b - Objetivos especificos

e Estudar o modelo de regressdo Simplex univariado:

— Método de estimagao via méxima verossimilhanca (MV);
— Anélise de diagnoéstico.

e Definir o modelo de regressdo Simplex multivariado:

— Analisar métodos de associacao via cépulas, a saber: FGM, Clayton, Frank;
— Estudar o modelo de regressdo Simplex bivariado;
— Métodos de estimagao via maxima verossimilhanca (MV);

— Via simulagédo de Monte Carlo (MC) estudar o comportamento assintético dos esti-
madores de (MV) do modelo proposto;

— Andlise de diagndstico, tais como: andlise de residuos (residuos quantilicos), ané-
lise de influéncia global (distdncia de Cook-generalizada, afastamento da verossimi-
lhanga) sdo obtidos;

— Avaliar a metodologia proposta mediante uso de conjunto de dados reais.

1.2 Suporte computacional

Os resultados alcangados neste trabalho de dissertacao dar-se-4 por meio da utilizagdo da lin-
guagem de programacdo R (R Core Team, 2024), em sua versao 4.1.2 para sistema operacional Mi-
crosoft Windows que pode ser obtido gratuitamente através do site http://www.R-project.org. Uma
das principais vantagens deste software é o fato de ser de livre distribuicao e possuir codigo fonte
aberto, bem como, uma vasta concentracdo de librarias estatisticas para a analise de dados, dos
quais pode-se citar: maxLik (Henningsen e Toomet, 2011), mazlogL (Gutiérrez e Herndndez, 2020),
betareg (Zeileis et al., 2016), simplexreg (Zhang et al., 2016), copula (Hofert et al., 2014) e gamlss
(Stasinopoulos e Rigby, 2008). Este trabalho é editado utilizando o sistema de tipografia IATEX
(maiores detalhes sobre o BTEX podem ser encontrados no site http://www.tex.ac.uk/CTAN /latex).



Capitulo 2

Teoria dos Modelos de Dispersao

Neste capitulo é apresentado, brevemente, a classe dos modelos de dispersao, que estende os mo-
delos lineares generalizados (Jorgensen, 1997); a distribuigdo Simplex (Barndorff-Nielsen e Jorgensen,
1991), suas propriedades e métodos de estimagao dos pardmetros.

2.1 Modelos de Dispersao

Os modelos de dispersao podem ser visto como uma generalizacdo da distribui¢cdo normal. Ou
seja, consideremos a densidade de uma distribuigdo normal univariada com média y € R e varidncia
0% € R, como

1

2 2\—1
: = 2 2 _—
f(y7 w,o ) ( To ) exp { 20-2

(y—u)2},y€ R.

Seja d(y; p) = (y — p)? e a(y; 0?) = (270?) 2, pode-se expressar a densidade acima na forma

fyip,0%) = a(y; o) exp {—%igd(y; u)} Y ES, (2.1)

em que S é o suporte da distribuicio, E[y] = u € Q, Q é o espago paramétrico de u, 02 > 0 e
a(+,+) > 0 é um termo de normaliza¢ao adequado independente de e d(y; ), tal que (y; u) € Rx Q.
A ideia dos modelos de dispersao é substituir o quadrado da distancia euclidiana d(y; u) em (2.1)
por outra funcao adequada, chamada desvio unitario, que mede a distdncia de uma observacao y
de um ponto referencia central u da distribuigao.

Dito isso, seja S € R o conjunto dos valores realizéveis das distribui¢bes de probabilidade
contidas na familia dos modelos de dispersao. Denote o suporte convexo de S (i.e., o menor intervalo
contendo S) por C e defina Q C C. Aqui €2 serd o espaco paramétrico referencial do pardmetro
. Por fim, um modelo de dispersio DM(p,0?) é uma familia de distribuicio de probabilidade
parametrizada por um parametro de localizacdo u e um parametro de dispersdo o2, cujo ponto de
partida para sua construgao é definir o conceito de desvio unitério (Cordeiro et al., 2021).

Definicao 1 Jorgensen (1997) Seja Q C C C R intervalos com Q2 aberto. Uma fungio d : C X —
R é chamada de desvio unitdrio se satisfaz:

dy;y) =0 VyeQ e dlyp) >0 Vy#pu

Um desvio unitario é dito regular quando d(y; 1) é duas vezes diferencidvel com respeito a (y; i)
sobre 2 x Q e satisfaz

0*d(p; )

a2 >0, Vue.
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Para cada desvio de unidade regular d : C' x R — R, definimos a fun¢do de varidncia unitéaria
V :Q — R, dada por

2
0*d(u; p)
ou?

V(p)

para cada pu € Q. A funcdo de varidncia unitaria desempenha um papel importante na teoria
dos modelos de dispersdo, pois expressa a dependéncia da varidncia da expectativa em modelos de
b

dispersao e caracteriza de forma tnica os elementos de algumas classes importantes desses modelos,
ver Tabela 2.1.

Tabela 2.1: Fungées de desvio unitdrio e variincia de alguns modelos de dispersao.

Distribuigao d(y; 1) C Q Vip)
Normal (v — p)? (co0,00)  (—o0,00) 1
Poisson 2 (y log (Z) —y+ ,u) {0,1,2,...} (0, 00) 1

Binomial 2 {ylog (Z) + (n—y)log (H)} {0,1,2,...,n} (0,1) pu(l — )
Binomial Negativa 2 {ylog (i) +(1—y)log (13)} {0,1,2,..}  (0,00)  p(l+p)
Gama 2 <z —log (Z) - 1) (0, 00) (0, 00) u?
Normal inversa (yy_ul;y (0,00) (0,00) u?
von Mises 2(1 —cos(y — p)) (0, 2m) (0,1) 1
(y — )’

Simplex (0,1) 0,1)  pP1—-p?

2.2 Propriedade

Apesar da simplicidade de sua definigdo, um desvio unitario regular possui algumas propriedades
ateis em relacdo ao seu comportamento préximo ao seu minimo.

Lema 1 Jorgensen (1997) Um desvio unitdrio reqular satisfaz

Pdpip) _ Pd(psp) _ Pd(wp)
Oy? Ou? Oudy K

Prova:
Por defini¢do, um desvio de unidade reqular satisfaz as condigdes

d(y;y) = d(p;p) =0 e d(y;p) >0 Vy#p

Assim, a fungdo d(y;-) tem um dnico minimo em y, e similarmente d(-; ) tem um tunico minimo
em u, implicando que para todo p € €2

Od(p; p)

od(p; 1)

=0

o o =0



2.3 DISTRIBUICAO SIMPLEX )

Diferenciando a primeira das equagoes acima em relacio a pu obtemos, pela regra da cadeia:

Od(pip) | 0Pd(ps )
O Oudy

=0,

e da mesma forma da sequnda equagdo,

Od(psp) | OPdlusp) _
Oy? Oudy

O resultado agora segue combinando essas duas equagoes.

O Lema 1 nos da trés expressoes equivalentes para a fungao de varidncia unitaria,

Vi 2 2 2
M = = — .
Pd(ps ) 9*d(p; p) 0d(p; )
Ou? y? opdy

2.3 Distribuicao Simplex

Desenvolvida por Barndorff-Nielsen e Jorgensen (1991) e posteriormente introduzida no grupo
de modelos de dispersao por Jorgensen (1997), estendendo a classe dos modelos lineares generali-
zados (Nelder e Wedderburn, 1972). A distribui¢ao Simplex é bastante conveniente e muito flexivel
quando o assunto é modelar dados restritos ao intervalo continuo (0,1), que podem ser interpre-
tada como propor¢oes, taxas ou indices. Assim, uma varidvel aleatoria y que segue uma distribuigao
Simplex com média p € (0,1) e pardmetro de dispersdo o2 > 0, sendo y ~ S~ (u, 0?), tem funcio
de densidade de probabilidade da forma

Fyi10%) = (2o ly(1 = )P} exp { S5 dli) f 0 <y < 1 (22)

em que

(y — p)?
y(1 —y)p?(1 — @)

d(y; p) =

com E(y)=pe

1 1 1 1
Vi =pu(l —p)—/=—5 0 R
ar(y) = (1 — ) — g o0 {UQMQ = M)Q} {5 S W} ,
onde I'(a, b) é a fungio gama incompleta definida por I'(a,b) = [>° 2% le~dzx. Definimos a fungao
de varidncia de Y como V(1) = p3(1 — )3, que é uma funcio V : Q — (0, 00).
Diversas formas (simétrica e assimétrica) da densidade da distribui¢do Simplex, para diferentes
valores de (1, 0?) sdo ilustradas na Figura 2.1.
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; '\‘. ..... - (03,100 e (0.7,10)

25

2.0

Q- (0.5,16) ™

—— (05,5.0)

15

1.0

0.5

0.0 0.2 0.4 0.6 0.8 1.0

Figura 2.1: Densidade da distribuicio Simplex para valores dos parametros u = (0.5,0.5,0.7,0.3) e o2

(V5,v/16, V10, V10).

2.3.1 Propriedades

Seja y uma varidvel aleatoria que segue uma distribuigdo Simplex com média u e parametro de
dispersao 2. As propriedades a seguir sdo definidas

L. E[d'(y; p)] = 0;
2. Var[d(y; p)] = 2(0?)%

3. Eld(y; p)] = 0%

4. E[(y — p)d(y; )] = 0;

5. El(y — p)d*(y; p)] = 0

6. El(y — p)d"(y; p)] = —20%;

o2
7. %E[(d,/(Y§N)] = u(gl_u) + ’us(ll_u)s‘

em que d'(y;u) = 0d(y;u)/0p e d"(y; ) = 0%d(y; u)/Ou?. Maiores detalhes a respeito de tais
propriedades podem ser visto, por exemplo, em Song e Tan (2000) e (Silva, 2016).
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2.3.2 Estimacao via Maxima Verossimilhanga

Baseado em uma amostra de n observagoes independentes, a partir de (2.2), podemos definir a
funcdo de verossimilhanca da distribuigdo Simplex, que é dada por

L(0) = ﬁ il pso H{Q?TO‘ (1 —9i)] 12 exp (i{ d(yi; }) .
1=1

=1

onde 8 = (u,0%) 7.
O logaritmo da funcgdo de verossimilhanca para a distribuicdo Simplex, é dada por:

(6) = log L(6) = Y_ (:(0). (2.4)

=1
em que
1 ) o 1
0:(0) = —§log[27ﬂ7 {1 —y)}°) - @d(y,u)],
= —Llog(2m) — = log(0®) — S log(yi(1 — 33)) — =g l(yi: 1).
2 2 2 202 ’

Para obter os estimadores de maxima verossimilhanca para os pardmetros p e o2, precisamos
solucionar simultaneamente as equagoes de verossimilhanca, a saber:

4() a¢(6)

= O N == 0. 2.5
Derivando ¢(0) em relagdo a p, temos
00(0) 1,
= __ 2.
o 5,2 (4, 1), (2.6)
onde 2 ) )
d(y.p) = 2L Ndy, ) +
W) (1 — p) ) p2(1 = p)?
Analogamente, derivando /(@) em relacdo a o2, temos
9L(0) 1 dy,p)
= . 2.
do? 202 © 2(02)2 27)

Igualando a Equacao (2.7) a zero, temos que

n

> dy, w). (2.8)

=1

32

1
n

Faz-se necessario verificar se as segundas derivadas parciais do logaritmo da funcao de verossi-
milhanga define uma matriz hessiana H(u, 0?) = §%4(6)/0000,

020(8) 20(6)
ou?  Oudo?

H(p,0?) = .
0%0(0) 0%¢(0)
Opda?  9(c?)?
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é estritamente convexa (positiva), para garantir que a solu¢ao em (2.5) é ponto de maximo.
Diferentemente do estimador de méxima verossimilhanga de fi, que s6 pode ser obtido por
métodos numéricos, o estimador de maxima verossimilhanca de 62 pode ser obtido analiticamente,
pois possui uma forma explicita.
As segundas derivadas de ¢(6) em relagdo a p é dada por

9%4(9) 1 &d(y, 1)
02 —@d/’(%ﬂ% sendo  d"(y, p) = o (2.9)
Pela propriedade propriedade 7 dada na Se¢ao 2.3.1, temos que
020(0) 1 (1 3 1
E =—— ¢ -E[d" } = - - :
op? o? {2 4w p(l—p)  o?pP(l—p)
Analogamente, a segunda derivada de £6) em relagio a o2 é dada por
%) _ 9 (_1 RUEE u))
0(02)2 902\ 202 2(0?)2
1 dy,p)
204 ob 7
e pela propriedade 3, dada na Secéo 2.3.1, temos que
020(0) n
El—F5| =—. 2.10
l@(oz)Q 204 (2.10)

Finalmente, a derivada de segunda ordem de £(0) com respeito a u e o2 é dada por:

020(0) 5, ((%(0)) 1

9020 do2 \ op )~ —o1d ).

Aplicando a propriedade 1 dada na Secao 2.3.1, segue que

Oudo?

Sob condicoes de regularidade e para grande amostras, a distribuicdo aproximada dos esti-
madores de maxima verossimilhanca é normal com média u e matriz de varidncia e covariancia
K~1(u,0?), matriz da informacao de Fisher, definida como

K 0
K(pu,0%) = [ 6‘“ I 2] : (2.11)

onde K, e K 2,2 sdo os estimadores de maxima verossimilhanca definido em (2.6) e (2.8), respec-
tivamente.

2.4 Critério de informacao e selecao

Nas equagoes subsequentes os Critério de Informacdo Akaike (AIC), Critério de Informacao
Bayesiano (BIC) e Pseudo-R? sdo expressos, respectivamente.
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O Critério de Informacao Akaike Akaike (1974) é dado por

AIC = -2 log Fan)0) + 2p
i=1

= —2log L(8) + 2p, (2.12)

~

onde p é o nimero de parametros a serem estimados no modelo, L(6) é a fungdo de verossimilhanca.
O termo 2p é o termo de penalidade e atua como uma compensacao pelo viés na falta de ajuste
quanto os estimadores de maxima verossimilhanca sdo usados.

Proposto por Schwarz (1978), o Critério de Informacao Bayesiano (BIC) é dado por

BIC = -2) log f(2]0) + plog(n)

i=1

= —2log L(0) + plog(n), (2.13)

em que n é o namero de observacdes da amostra, p é o nimero de parametros a serem estimados
no modelo e L(f) é a funcao de verossimilhanga.
Segundo Burnham e Anderson (2004), o AIC e BIC sao critérios assintéticos para comparar

modelos encaixados, mas também podem ser aplicados em modelos nio encaixados (Moura et al.,
2021).

O coeficiente de determinacdo para um modelo de regressao linear é a redugao proporcional no
erro de previsdo ao quadrado usando a previsao do modelo em vez da média. Ou seja, se tivermos
n observagoes, um vetor X de p preditores e um modelo E[y] = = o + xf, definimos

R?—1- (im _Y S —y>2> .
i=1

i=1

Em paralelo as ideias do coeficiente de determinagao, Nagelkerke et al. (1991) definem o Pseudo-
R2, que corresponde a uma nova versio melhorada do Pseudo-R? de Cox e Snell (1989), uma vez
que restringe o seu valor entre 0 e 1, expresso pela equagao:

R% = 1- | (L)L) "/ (1 - Lop)] . (2.14)

em que L(0) é o valor méximo da funcdo de verossimilhanga do modelo somente com intercepto,
L(pB) é o valor maximo da funcdo de verosimilhanga do modelo completo e n é o tamanho da
amostra (Veall e Zimmermann, 1996).

2.5 Aplicacao

Consideremos as varidveis: proporcao de pobres y; e taxa de mortalidade infantil yo dos 5.506
municipios brasileiros referente ao ano de 2000, disponivel em (Municipal, 2023). Nosso objetivo
aqui é encontrar as estimativas de maxima verossimilhanca para os pardmetros da distribuicao
Simplex. Alternativamente, é encontrada as estimativas de méxima verossimilhanca (MV) dos pa-
rametros para distribuicdo Beta, esta comumente utilizada na literatura. A Tabela 2.2 apresenta
as medidas descritivas dos dados, ou seja, a proporcdo média de pobres entre os municipios bra-
sileiros é de 46%, com proporcao minima de pobres, cerca de 0,03, apresentada pelos municipios
de Fernando de Noronha/PE e Sdo Caetano do Sul/SP, enquanto que a proporgdo maxima, cerca
de 0,93, compreendendo os municipios de Belagua/MA, Jorddo/AC e Manai/PE. J4 a taxa média
de mortalidade infantil é de 0,34 entre os municipios brasileiros, com taxa minima de mortalidade
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2.5

infantil, cerca de 0,05, apresentada pelo municipio de Quatro Pontes/PR, enquanto que a taxa
méaxima de mortalidade infantil é de 0,98 e esta presente no municipio de Aguas Belas/PE.

Tabela 2.2: Resumo descritivo das varidveis propor¢do de pobres e taxa de mortalidades infantil.

Estatistica Varidveis
Proporg¢ao de pobres | Taxa de mortalidade infantil

Minimo 0,03 0,05
Maéaximo 0,93 0,98
12 Quantil 0,26 0,19
32 Quantil 0,69 0,46
Média 0,46 0,34
Desvio padrao 0,23 0,18
Assimetria 0,02 0,71
Curtose -1,36 -0,35

Na Figura 2.2, constata-se, pelo grafico de boxplot, que a varidvel taxa de mortalidade infantil
apresenta assimetria a direita com a presencga de alguns outliers que compreendem os municipios
de Aguas Belas, Lago dos Gatos, Jurema, Jucati e Iati no estado de Pernambuco.

0.8
L

0.6
L

0.4

0.2

0.0

(a)

-----100 0000

(b)

Figura 2.2: Boxplot das varidveis propor¢io de pobres (a) e Taxa de mortalidade infantil (b).
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Na Tabela 2.3 sdo apresentados as estimativas, obtidas a partir do pacote "gamlss”, para os
parametros das distribuicoes Simplex e Beta! com seus respectivos erros padrao (SE) e valor-p
para as varidveis taxa de mortalidade infantil e proporcdo de pobres.

Tabela 2.3: Estimativa, SE e valor-p para os parametros das distribuicoes Simplex e Beta.

Variavel\Distribuicdo Pardmetro Estimativa ~SE  valor-p

Simnlex [ 0,455 0,003 0,000
P o2 2407 0,023 0,000
o Beta 1 0514 0,002 0,000
o2 0.901 0,004 0,000
. [ 0,352 0,002 0,000
Simplex 5

2,004 0,019 0,000
Y2 Beta 0481 0,002 0,000
0,717 0,004 0,000

Q

=

Q
N

Proporgdo de pobres: [Simplex (AIC = -2120,16; BIC = -2106,94), Beta (AIC = -1608,88; BIC = -1595,65)]; Taxa
de mortalidade infantil: [Simplex (AIC = -4302,62; BIC = -4289,39), Beta (AIC = -3972,56; BIC = -3959,33)].

Mediante estimacao de pardmetros e analise grafica das densidades estimadas para ambos os
modelos, nota-se que a distribui¢do Simplex se prevalece a distribuicdo Beta, pois, conforme apre-
sentado na Figura 2.3, vemos que a distribuigdo Simplex apresenta um melhor ajuste aos dados
tanto para taxa de mortalidade infantil quanto para a proporcao de pobres. E valido ressaltar, que
o aspecto grafico apresentado pela varidvel proporg¢ao de pobres (y1) em seu histograma, na Figura
2.3 (a), tende a ser melhor compreendido pela distribuigdo Simplex, uma vez que, pela Figura 2.1,
temos que uma das formas da fun¢do de densidade Simplex remete ao padrao gréafico especificado.

20
|
3.0

——  Simplex ——  Simplex

| —— Beta —— Beta

Q\\ | . />x

25
I

15

1.0
L

Frequéncia
15
L

Frequéncia

1.0

0.5

05
I

0.0
0.0

r T T T 1 r T T T 1
0.0 0.2 0.4 0.6 0.8 0.2 0.4 0.6 0.8 1.0

Proporcéo de Pobres Taxa de Mortalidade Infantil
(a) (b)

Figura 2.3: Histograma e curvas de densidades ajustadas para as varidveis propor¢io de pobres (a) e taza
de mortalidade infantil (b) para as distribuicoes Simplex e Beta, respectivamente.

Por fim, pelos critério de informagao de Akaike (AIC) e critério de informagao Bayesiano (BIC),
fica evidente que em ambas as situacao a distribuicdo Simplex ajusta-se melhor aos dados, apresenta,
menor AIC quanto BIC, conforme consta na Tabela 2.3. Em outras palavras, a distribuicdo Sim-
plex tende a representar melhor os dados comparado a distribuicdo Beta, principalmente quando

'Na familia GAMLSS, a distribuicio Beta tem reparametrizacio: 02 = —— — ¢ = (1;2‘,72), sendop > 1e0 <

1+¢
o? < 1.
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os dados apresentam uma certa ondulacdo (aspecto bimodal), pois é uma das caracteristicas da
distribuigdo Simplex.



Capitulo 3

Modelo de Regressao Simplex
Univariada

Neste capitulo é apresentado o modelo de regressao baseado na distribuicdo Simplex, o vetor
escore, matriz Hessiana e a matriz de informacao de Fisher para o vetor de parametros 3 e ~.

3.1 Modelo de Regressao Simplex univariada

Sejam y1,%2, Y3, ..., Yn varidveis aleatérias independentes, sendo cada y; ~ S” (i, 02), i =
1,2,3,...,n. O modelo de regressido Simplex é definido pela funcdo de densidade (2.2), em que
os componentes sisteméticos para o parametro e o2, sao dados por:

k P
g(ps) = xab =i e ho?) =Yz = &,
1=0 =0

em que B = (B0, B1, - Bk) | €7 = (70,71, --,7q) | sd0 vetores de pardmetros desconhecidos, 8 € RF
ey € R, = (n,n,...m) e&=(&,&, ...,{Q)T sao preditores lineares, @; = (1, T, ..., Tix) |
e zi = (%1, %2, ..., zig) T s@0 observacoes em k e ¢ covaridveis conhecidas, ¢g(-) e h(-) funcoes de
ligacdo estritamente mondtonas e duas vezes diferencidveis, sendo g : (0,1) - Re h: (0,00) = R.
Para g(-) e h(-) diferentes funcoes de ligagdes podem ser utilizadas: para u, por exemplo, a fungao
Logit g(p) = log(p/1 — p) e para o2 temos, por exemplo, a funcio logaritmica h(o?) = log(c?).
Para todo i = 1,2, ..., k temos que

L
o) = Tog (T£-) = i

consequentemente,

exp (%Tﬁl)

T ltexp(a B) )

7

A equacdo (3.1) é uma funcdo inversa de g(u;). Aqui, os pardmetros tém uma importante
interpretagdo. Suponha que o valor da i-esima varidvel regressora é aumentado por w unidades e
todas as outras varidveis independentes permanecem inalteradas. Seja p* a média de y sob este
novo valor das covaridveis, uma vez que u denota a média de y sob o valor original das covaridveis.

Temos entao que
*

: l—Lu* = exp(zi1f1 + oo + (Tt + w)B1 + .o + TiS),

13
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facilmente podemos verificar que

L /(=)
exp (wpi) = I (3.2)

isto é, exp (wf;) é a odds ratio, ou seja, a razao de chance (de Oliveira, 2004).
Dada uma amostra de n observagoes independentes e identicamente distribuidas com uma
distribuigdo Simplex, temos que a funcao de verossimilhanga é

L(8) = ﬁ fi | pis o) = lﬁ[{?M?[yz’(l — ) exp {Zn: ( ywﬂz)) } : (3.3)

i=1 i=1 i=1
_ T
em que 6 = (8,7) .
O logaritmo da fungao de verossimilhanga é dada por:

n

08) = ti(ui, a?), (3-4)

=1

com

1 1 3 1
6;(0) = —§1Og(27f) - 510g 01'2 3 log[y: (1 —vi)] — Qd(yuMZ)

20°¢

Derivando o logaritmo da fun¢@o de verossimilhanga em relagao a cada 3;, paral = 1,2, ..., k, temos

oLe) zn: Ai(pi, o7 ) dpi O
aﬂl i=1 8“1 d7h 85[ ’

em que dp;/dn; = 1/ (i), On;/0B; = xy e

i(pi,o?) &K1,
TTD) S (i), 35
s ; 207 (Yi, i) (3.5)

tal que

d'(yi; ps) = m (d(y";“i) + M) '

Diferenciando o logaritmo da funcao de verossimilhanca com relacao a ;, para j = 1,2,...,q,
temos

0li(pi, o z d02 0&;
_yo 2l o)

('37] = do? d&;i 0,

em que 9o2/0& = 1/W (0?), 0&/0vi = zij e

Olipisof) L dlyiipm)
do? 207 2(02)%

Matricialmente o vetor escore para o pardmetro 8 é expressa da seguinte forma
Us(0) = X "STU (y; — i),

em que X é uma matriz n x k cuja t-ésima linha é x; = (241, ..., 2%), ¥ = diag(1/0%,...,1/02), T e
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U sao dadas, respectivamente, por

T = diag(1/g/ (1), -, 1/9 (1n) € U = (ur,sun),

sendo
i — )+ Wi=1.2...n
=) U 2 )

Analogamente, temos que

U,(0) = Z'Qa,
em que Q = diag{1/h'(c}),...,1/h'(02)}, Z é uma matriz nxp cuja t-6sima linha é z; = (21, ..., 2ig) |
ea=(ag,..,a,)", com

As segundas derivadas do logaritmo da funcao de verossimilhanga com respeito a 8 e v, para
i=1,..,kes=1,2,..,k, é

o20) 0 (ia&w,am(ui) an) (3.7)

_ zn: 9 (0ti(piyof) dpi)
=T opi dy )T

_ Zn: (i, o) dpi | Oipis0f) 9 dpi\ dpi
- ou?

TilTis-
dn; Opi  Owidn; | dni™ """

E possivel mostrar que E[04;(u;, 07)/dus] = 0. Logo,

6%(0) = 6261(0) <d}£1 > 2
E =k E — | TiTis
[aﬂiaﬂs ; ouf || \dn) ™"

De 3.5 temos que

8&(”27 012) 1

T = 7T‘_2d//(yivui)a
e pela propriedade 7, na Secao 2.3.1, temos

302 1

1
~E[d" (yi; wi)] = — + ;
2 4w 1) pi(l=p) — pd(l— )’

logo, a esperanca de 3.7 serd

86i8ﬁs

1=t

0%0(0 L
E [ ( ) ] = —Z ?wtxilxi&

sendo
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w_( 303 N 1 ) 1
=) = w)® ) g ()]

Matricialmente, temos que a matriz de informacao de Fisher para 8 é dada por

9%((0)

Koo =—F [aﬂiaﬂs

] =X'2WX, (3.8)

em que W = diag(wy, ..., w,) e ¥ = diag(1/0?,...,1/02).
Por fim, a derivada de segunda ordem de ¢(0) com relagdo a Y; €Y para j,r =1,...,q é dada
por

82£ (7] 0 ~ 3& ui,0«2) d O’2 8&
Z J )
97,07, o, \=  9a7  d& Oy )
o zn: 8 ILLZ7 7 ) dU
B = 8’7T 80 d&;

,uz, z da 8€i(ui,a§)id03 do?
8 do?  do? d&; | dg;

— = ~ijLir-

I
M:

=1

Temos que E[04i(ui, 02)/00?] = 0, logo

= 3261 iy 12 d 12
el ()

i=1 1

520(6)

A partir da equagao (3.6), temos que

ol (pi, o?) 1 d(yi; ps)

a2 2(e7 (o2

logo

O (s, of)
B [ 9(02)?

1

o [P o)) _ 1
d(of)? | 2(o})?
e, portanto,
020(8)
87J 871« Z Vi Zij Zir,

sendo
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1 1
2(07)> [W(e)*

Vi =

Matricialmente, temos que a matriz de informacao de Fisher para v é dada por

820(0)
0750Vx

K,,=-E l ] =7'V7, (3.9)

em que V = diag(vy, ..., vn).
Finalmente, a matriz de informacao de Fisher para o vetor de parametros 8 = (,BT,')/T)T é
dada por

em que Kgg e K, estao definidas em (3.8) e (3.9), respectivamente.

Sob condigbes gerais de regularidade e para grandes amostras, a distribui¢do aproximada dos
estimadores de maxima verossimilhanga segue uma distribui¢do normal com média p e matriz de
varidncias e covariancias K !

3.2 Aplicagao

Temos agora por interesse conhecer a relagdo entre as variaveis: y;: proporcao de pobres e yo:
taxa de mortalidade infantil, com respeito a varidvel z: Indice de Desenvolvimento Humano (IDH)
por municipio (como uma varidvel independente). Os dados podem ser acessados em (Municipal,
2023). Na Figura 3.1 é apresentado as caracteristicas graficas da variavel z, através do gréfico de
histograma e boxplot, onde podemos notar uma leve assimetria a esquerda. A Tabela 3.1 apresenta
as medidas descritiva para a varidvel IDH por municipio, ou seja, os municipios brasileiros apre-
sentam em média IDH por municipio de aproximadamente 0,699, com IDH por municipio maximo
de aproximadamente de 0,920 e minimo de aproximadamente de 0,480. Notamos também que a
distribuicdo dos dados é platicartica, ou seja, tém caudas mais "leves” comparado a distribuicao
normal, pois apresenta coeficiente de curtose negativo, ver Tabela 3.1.

Tabela 3.1: Medidas descritivas da varidvel Indice de Desenvolvimento Humano (IDH) municipal.

Estatistica
Méximo Minimo 1 3" Média Mediana Desvio Assimetria Curtose
Quartil  Quartil Padrao
0,920 0,480 0,630 0,770 0,699 0,710 0,083 —0,295 —0,925

O modelo de regressao Simplex é definido pela densidade em 2.2, cujas componentes sistematicas
para a regressao Simplex é definida por

Q(Mz‘) = ,80 + ,Bllfil, € h(o?) =7 + Y1Zi1 para = 1, vy 5.506,

onde g(u;) = log[pi/(1 — 1;)], e h(c?) = log(c?). De forma anéloga podemos considerar para o
modelo de regressao Beta.

Na Tabela 3.2, apresenta-se as estimativas dos pardmetros para os modelos de regressdes Sim-
plex e Beta, com o intuito de explicar a relacdo entre a proporcédo de pobres e o IDH por municipio
(Modelo 1) e a relagao entre a taxa de mortalidade infantil e o IDH por municipio (Modelo 2).
Em ambos os modelos as conclusdes sdao similares, ou seja, tanto o intercepto (fy) quanto o para-
metro (1) associado a varidvel IDH por municipio sao significativas ao nivel de 1%. Pela equagao
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Frequéncia
0.

() (b)

Figura 3.1: Grdficos de histograma (a) e boxplot (b) da varidveis Indice de desenvolvimento humano -
IDHM.

(3.2), podemos concluir que exp(0,01 x Bll) = exp(—11,229) ~ 0,894, ou seja, com o aumento
de 1% no IDH por municipio, a chance de reducao da proporgao de pobres é de aproximadamente
10,62% através do modelo de regressao Simplex e exp(0,01 X Bn) = exp(—11,709) ~ 0,894, ou
seja, com o aumento de 1% no IDH por municipio, a chance de redugdo da proporcéo de pobres é
de aproximadamente 11,05% através do modelo de regressao Beta - (Modelo 1). Respectivamente,
exp(0,01 x BH) = exp(—9,491) ~ 0,909, ou seja, com o aumento de 1% no IDH por municipio, a
chance de reducao da taxa de mortalidade infantil é de aproximadamente 9,05% através do modelo
de regressao Simplex e exp(0,01 x Bn) = exp(—9,573) ~ 0,908, ou seja, com o aumento de 1%
no IDH por municipio, a chance de reducgao da taxa de mortalidade infantil é de aproximadamente
9,13% através do modelo de regressdo Beta - (Modelo 2).
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Tabela 3.2: FEstimativas, erros padrdo e valor-p dos parametros do modelo de regressdo univariado das
distribuicoes Simplex e Beta.

Modelo Distribuicado Pardmetro Estimativa SE  p-valor
Bo 7,656 0,040 0,000
Sirunlex B 11,229 0,060 0,000
P > 1369 0,019 0,000
P 1,737 0,113 0,000
yi~ IDHM Bo 8,042 0,049 0,000
B 11,709 0,072 0,000
Beta - 2324 0,107 0,000
o 0,911 0,153 0,000
Bo 5900 0,040 0,000
Siruolex e 0491 0,056 0,000
p P 0,093 0,067 0,000
o ~0,340 0,095 0,000
~ IDHM
b2 Bo 5,952 0,043 0,000
B 9,573 0,060 0,000
Beta > 0,372 0,088 0,000
o 3,003 0,124 0,000

Proporcio de pobres: [Simplex (AIC = —13470,63; BIC = —13444,18; R?-ajustado = 0,8728), Beta (AIC =
—13871,21; BIC = —13844,75; R*-ajustado = 0,8922)]; Taxa de mortalidade infantil: [Simplex (AIC = —14034,27;
BIC = —14007,81; R2-ajustado = 0,8293), Beta (AIC = —14510,95; BIC = —14484,50; R*-ajustado = 0,8526)].

Na Figura 3.2 é apresentado os graficos dos residuos quantilicos para os Modelos 1 e 2, eviden-
ciando a ndo existéncia de indicios quanto a falta de qualidade de ajuste, ou seja, ambos os modelos
ajustem bem os dados. Contudo, enquanto que pelos critérios AIC, BIC e Pseudo-R? o modelo de
regressao Beta demostra um melhor ajustar os dados, podemos observar nos graficos dos residuos
que os pontos estdo bem mais alinhado ao longo da reta para o modelo de regressao Simplex. Com
isso, tendo em vista a andlise dos residuos, é preferivel a escolha do modelo de regressao Simplex
ao modelo de regressao Beta como o que melhor ajusta os dados, ao menos para o caso do Modelo
1 em que a variavel resposta tem aspecto bimodal.
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Capitulo 4

Modelo de Regressao Simplex
Multivariado via Coépulas

Neste capitulo serd apresentado o conceito de funcao cépula, medidas de dependéncia, distri-
bui¢ao conjunta via cépulas. Iremos definir o modelo de regressao Simplex multivariado (MRSM)
via cépula; finalmente, definiremos o modelo de regressdo Simplex bivariado (MRSB).

4.1 Funcao de copulas

A funcao de cépulas foi presentada pela primeira vez na literatura estatistica por Sklar (1959),
muito embora ideias e resultados similares possam ser encontrados em (Hoeffding, 1940). A fungao
de copula é uma dentre varias formas de se gerar distribui¢bes multivariadas, tal técnica consiste
em unir fungoes de distribuicdo marginais através de uma fungédo de cépula, sendo um instrumento
de grande utilidade quando as marginais sdo dadas ou conhecidas, com isso, possibilitando a repre-
sentacdo de diversos tipos de dependéncias entre as variaveis. Uma funcdo cépula p-dimensional é
uma fungao C' : [0, 1) — [0, 1], que satisfaz as seguintes propriedades (Nadarajah et al., 2017):

I) C(uy,...,ui—1,0, %41, ...,up) =0 paratodo 1 <i<peO<wu <1, t=1,2,..,p.

1) C¢(1,...,u,1,.....,1) = u para todo 0 < u < 1 em cada um dos argumentos p. Ou seja, a copula
¢é igual a u se um argumento é u e todos os outros sao iguais a 1.

IIT) Para qualquer a; e b; ordenados com a; < b;, i = 1,2, ..., p, tem-se

2 2
Z Z (71)114-.‘.—&-1100(11,1,1'17 "'7up,i1) > 0’
=1 ip=1

1

.

onde uj1 = aj e uj2 = b; para j = 1,2,...,p. Logo, a copula nao é decrescente em p dimensoes.

Definicao 2 (Anjos et al., 2004) Uma cépula é definida como uma fungao de distribui¢io conjunta
C(ui,ug,....,up) = P(Ur <u1,Us <wug,...,Up < wup), para todo 0 < u; <1,

com U; ~U(0,1),i=1,2,...,p.

Teorema 1 (Nelsen, 2006) Seja B(-) uma fungio de distribuicio acumulada p-dimensional com
marginais Fy, ..., Fy,. Entdo, existe uma cdpula p-dimensional, digamos C, tal que, ¥V (y1,...,yp) €
RP,

Byi, -y yp) = C(F1(y1), -, Fp(up))-

21
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Serd C(-) tinica, se e somente se, F(-), ..., F),(+) forem todas continuas, caso contrario, podemos
determinar C(-) por Im(Fi(-)) x ... x Im(Fy(-)), ou seja, considerando as imagens das Fj,

Do Teorema 1, podemos encontrar a distribuicao conjunta de p-varidveis aleatorias y1, ..., Yp.
Isto é, dado um conjunto de variaveis aleatorias continuas com funcoes de distribuicdo marginais
Fi(), ..., Fp(+) e fungao de distribuicado B(y1, ..., yp). Entéo, a funcio de densidade conjunta é dada
por

PB(Y1, .Y
b(y17"'7yp) = 8y1(18ypp)7
 POE). - Bw) 0Rw) | OF(y)
OF1(y1), -, OFp(yp) Oy dyp

= C(Fl(y1)77Fp(yp))Hfl(yZ)7
i=1
em que

AR (). o)) = Tt ey =

OF;(yi)
0y; ’

1=1,2,..,p.

4.1.1 Medidas de dependéncia

O grau e a forma de dependéncia entre varidveis estdo associadas a um pardmetro que as
associam. Como exemplo, consideremos a familia de fungdo Farlie-Gumbel-Morgenstern (FGM)
que, no caso bivariado, tem a forma

Cx(u,v) = uwv + Auv(l —u)(1 —v),

em que A € [—1,1]. Para cada U e V fungoes de distribui¢cdo acumulada, em que U ~ U(0,1) e
V ~ (0,1) (Anjos et al., 2004). E, conforme o Teorema 1, a func¢ao de distribuigao é a cépula C(-).
Logo, para a familia FGM, a densidade de U e V ¢é dada por
0?C (u,v)
Oudv

Com U ~U(0,1) e V ~ (0,1), temos que E(U) = E(V) =1/2, Var(U) = Var(V) =1/12 ¢

=1+ A1 —2u)(1—2v).

1,1 1 .
E(UV) = / / uv[l + A(1 = 2u)(1 — 2v)]dudv = = + A—.
0 JO 4 36
Assim, a correlacdo para a familia FGM é
1
Cor(U,V) = §>\’

em que A € [—1,1], e a correlacao restrita ao intervalo [—1/3,1/3]. Observa-se que, ao utilizar esta
coOpula para construir distribuicdes conjuntas, ndo importa quais sejam as distribui¢cdes marginais, a
correlagao entre as variaveis envolvidas sempre estard no intervalo [—1/3,1/3]. Esta c6pula pode nao
ser adequada para situagoes em que a correlagao € alta, em médulo. Contudo, levar em consideragao
o coeficiente de correlagdo linear pode nos levar a resultados equivocados, pois o mesmo nao é
o ideal na mensuracdo de associagdo entre varidaveis de modelos via cépulas. Alternativamente,
pode-se adotar a estatistica 7-Kendall, associada ao conceito de concordéincia e cuja medida esta
relacionada ao parametro de ligacdo A da copula (Souza, 2011).

Dado pares de observagoes (x,y) e (2/,3’) de um certo vetor (X,Y’) serdo ditos concordantes
quando os pares (z,2')(y,y") > 0 e discordantes quando (z,2)(y, y’) < 0. Calculando uma diferenca
entre probabilidade de concordancia, cujo realizacdo envolve a aplicagao do Teorema 2.
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Teorema 2 (Anjos et al., 2004) Sejam (y1,y2) e (Y}, y5) vetores de varidveis aleatérias continuas,
con fungio de distribuicio conjunta B(yi,y2) e B'(y},vh), respectivamente. Sejam C(-) e C(-)
as cdpulas de (y1,y2) e (yi,vyh), respectivamente, de modo que B(y1,y2) = C(Fi(y1), Fa(y2)) e
B'(yi,v5) = C'(F1(y}), Fa(vyh)). Seja Q(-) a diferenca entre a probabilidade de concordincia e a
discordancia de (y1,y2) e (y},v5). Entao,

1 1
Q(C,C") = 4 /0 /0 " (1, 0)dC(u, v) — 1.

Sejam (y1,y2) e (y],yh) vetores aleatérios independentes com uma fungio de distribui¢ao con-
junta B(y1,y2), com marginais Fi(-) e F»(-), e cépula C. Entao, a medida 7(y1,y2) de Kendall é
tal que

7(y1,y2) = Pl(y1 — y1)(y2 — y3) > 0] = Pl(y1 — y1)(y2 — y5) < 0.

Comprova-se, que o valor da estatistica de 7 depende unicamente da funcao de copula utilizada
e serd o mesmo para qualquer distribuigdo marginal de (y1,y2). A estatistica de 7 é uma medida
de concordancia ou associacao e nao de dependéncia, se 7 = 0 néo significa falta de dependéncia,
ou seja, independéncia. Uma outra medida de associagao alternativa a de 7-Kendall é a estatistica
de p de Spearman (Souza, 2011, p.31).

4.1.2 Distribuicao conjunta bivariada via cépulas

Consideremos que a estrutura de dependéncia é dada pela cépula de Farlie-Gumbel-Morgenstern
(FGM), ou seja, dados y; e yo, varidveis aleatdrias com fungdes de distribuicao F e Fy, a distribuicao
conjunta de Fij e Fy é

B(y1,y2) = C(Fi(y1), Fa(y2)) = F1(y1) Fa(y2) + AF1(y1) Fa(y2)[1 — Fi(y1)][1 — Fa(y2)]-

Partindo da suposicao de que y; e y2 sdo varidveis aleatérias continuas, sua fun¢do de densidade
conjunta b(-) dar-se-&4 por

9?B(y1, 0 (0B(y1,
b(y1,y2) = 7@1 b) = 5 (g/yll )

Oydya  Oyo ) = fily1) fa(y2){1 + A[1 = 2F1(y1)][1 — 2F2(y2)]},

em que fi(-) e fa(-) sdo fungoes de densidade marginais de y; e yg, respectivamente.

Na Tabela 4.1 é apresentado diferentes cépulas bivariada bastante conhecidas e utilizadas na
pratica, o dominio de variacdo do parametro de definicado das copulas A, a medida de associacao 7
de Kendall e sua relagdo com .
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Tabela 4.1: Cépulas bivariadas, \ e 7 de Kendall.

Cépula C(u1, uz|N) A T =h(\)
Clayton (up? +uy* — 1)~ 1A (0, 00) 1- %
FGM uuz[l + A1 —u1)(1 — ug)] [—1,1] 2
m\v,: -1 m\y\: -1 A
Frank —+In AH T G m\wﬁlH : vv (—o0,00)\ {0} 1-% T — 5o %MH&V
Gaussiana P (P — A _ex AE&%&W [—1,1] 2 arcsin(\)
—oo J—oo" oA KPP T2(1-07) ’ )
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4.2 Modelo de regressao Simplex multivariada (MRSM) via c6-
pulas

Dado n observacoes independentes de p variaveis aleatérias dependentes (y1,yz2, ..., Yp) € um
conjunto de k de varidveis regressoras (1, 2,...,Zk). De modo geral, a estrutura de dependén-
cia para se obter a distribuicdo conjunta de (y1,y2,...,Yp) é dada por uma funcao cépula C(-)
convencionalmente escolhida.

Matricialmente, o modelo de regressao Simplex multivariado é dado por

Y ~ S (o)

g(p) = B]TTXi , Vi=1,2,..,n e j=12..p,
ho®) = ~,/2Z
de modo que
Y = (yl,yz,.--,yp)TT - Yy = (yu,yzz-,--.,ypi)TT
r = (“17/“”27 "'7“’p>T - K = (l“"li?IJ’Qi’ "'nu‘pi)_r ’
o’ = (a%,a’%,...,a%) - o7 = (a%i,agi,...,afn)
para todo i = 1,2, ...,n. Em que
Y1 Y11 Y12 o Ypl
Yy — Y21 _ fyar w22 o Y2 7
Yy | Yin Y2n ° Ypn [pxn]
H1 (1 paz - Mpl_
H2 21 22 2
po= | =
[Hp LHn H2nm0 Hpn pyp)
_U? _0%1 0%2 T 031_
2 2 2
o? — 0‘2 _|921 922 " Op2
_0'120_ _U%n O-%n e 0]27n_ [pxn]

Para cada variavel resposta, o modelo de regressao Simplex multivariado é dado por

g(pji) = BojXio+ B1jXi1 + B2 Xio + oo 4 By i Xie, = Eﬁto Xaubij
WMo%) = veiZio +miZia+v2iZia+ o+ Vi liky, = Zfio Zavij

em que B; = (Bojy B1js Bajs -+ Brap) 15 V5 = (Yois Y15 V25 -0 Vhap) |+ Xi = (Xio, X, Xiay ooy Xy
Zi = (Zio, Zir, Ziz, .-s Zny) ', onde
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g(ul) _g(lu’ll?lu’le“'nu’pl)_
o) = 9(":‘2) _ g(u12,ug?j---,up2) 7
_g(p,p) _g(ﬂlmlmm “-nu'pn)_ [pxn]
o . _
Z(U%) h(azl,agl,...,o’él)
h(o?) = (03) _ h(o1g, 039, s Op2)
_h(a%) _h(U%mU%nv AR U;gn)_ [pxn]
Xio
Xi
IBTX = [BOjuBljuﬁij"‘vﬁ’ﬂp] Xi2
Xnk’l
Z;
Z;
’YTZ = [70]‘771]’772]3"')7%2;)] Zi2 )
ang
X1 X0 X1 X1k, 1 Xi1 X Xk,
X - X2 _ Xog Xo1 Xog, _ 1 Xop Xoo KXok,
_Xn XnO an Xnk1 1 an Xn2 Xnkl [nxk1]
Z Zio L o Lk 1 Zn Zi - Zik,
7 _ Z _ (%20 Zov - Zogy | _ |1 Zn Zaa o Zok
_Zn Zn(] an ang 1 an Zn2 an2 [nxks]

Dado n observacdes independentes de p varidveis dependentes (y;, Yy, .-, y,,) € um conjunto de
k varidveis regressoras (x1,®a, ..., Tx) , em que Yy ~ S, (1, o?). A partir do Teorema 1, temos que
a funcdo de verossimilhanca é definida como

p n

L(6) = H H c(F1(y11), F2(y2), "'7Fp(ypn))f(yji)7 (4.1)

j=1i=1

em que @ = (8,4,A) ", X o parAmetro que interliga as varidveis aleatérias de dependentes através
da funcdo cépula e

ako i)s - Lp\Ypn
C(Fl(yu)a -"7Fp(ypn)) - 617(11;;(5)1,2)a 8;;(;Zn)))

Sem perda de generalidade, na Secao 4.2.1 é apresentado a estrutura do modelo de regressao
Simplex bivariado (MRSB) via cépulas, um caso particular do (MRSM) via cépulas.

= 9Fityy)
f(y0) oy
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4.2.1 Modelo de regressao Simplex bivariada (MRSB) via cépulas

Dado o par de variaveis aleatérias dependentes (¥, y5) € um conjunto k de variaveis regressoras
(x1,x2,...,x). A estrutura de dependéncia para se obter a distribui¢ao conjunta de (y;,y5) é dada
por uma fungéo cépula C(F(y,), F(yy)) convencionalmente escolhida.

Matricialmente, o modelo de regressao Simplex bivariado é dado por

Y o~ S (po?)

g =  B;X: , Vi=12..n e j=12
h(o?) = Y Zi
de modo que
Y = (3/17'!12)Tr - Y (ylivyZi)Ta
“2 - (N%’“%)T - “5' = (“211'7“21')_'_7
o = (of,03) — o7 = (07,0%),

para todo i = 1,2,...,n, onde

y — (Y| = |y Y2 - Yin
Yo Y21 Y22 o Yon [2><n]7

u = My _ (M1 p12 00 Hin
2 Mot [z ccc Hon [2><n]’

o2 — U% _ 0%1 0%2 O-%n
= o2l T |63 o3, - o2 ’
72 21 029 2] j9p)

Para cada varidvel resposta, o modelo de regressao simplex bivariado é dado por

{g(uji) = BojXio + B Xi1 + BojXio + oo A BruiXimw = Sio XuBij, (4.2)

h(fszi) = YojZio + %1 +V2iZi2 + o+ Vi Liky = Zfio Zivij-

em que B = (Boj, B1js B2js s Brap) s Vi = (Yojs Y1js V25 s Vhap) '+ Xi = (Xio, Xi1s Xizs ooy Xpky) |
Zi - (Ziﬂa Zila Zi?v ceey anzg)—r) sendo

g(p)| _ |9(par, ps ooy pan)
9(n) 9(p2) L](MlZaMQZa-'-aMQn) [2m]7
h(o?) h(o?,,03,....,0%)
hio?) = 1/ — 11,9215 -+ 91n 7
(o) [h(gg)] [h(aﬁ,ag%...,agn) e
Xio
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X - X1 _ [ X0 X X | _ (1 X Xupo o Xy
X Xog Xo1 - Xy 1 Xo1 Xoo - Xop, : ’
nxki)
7 _ Zy| _ % Zu o Zu| _ |1 Zu Zi2 - Zik
Z> Zog Lo v Lok, 1 Zoy Zogy -+ Zop, k]

Dado n observagoes independentes do par de varidveis aleatérias dependentes (y;,y5) € um
conjunto de k variaveis regressoras (1, @2, ..., Tx) , tal que y; ~ S (1, 03) e yy ~ S (g, 03). A
partir do Teorema 1, temos que a funcao de verossimilhanca é definida como

n n

L(o) = Hf(yi;ﬁ77):Hf(ylivai;677)7

i=1 i=1

em que 6 = (8,7)7.
A fungdo de méxima verossimilhanga é definida como

n

L(0) = H c(F1(y1:), Fo(Y2:)) f(y1:) f(Y2;) (4.3)

=1

em que @ = (B,7,A\)7, A o parAmetro que interliga as varidveis aleatérias dependentes através da

funcao cépula e

2 ' ‘

de modo que,

B = Bo|l _ |Bor Boz -+ Pop
Bir Pz - Pip [k1><p]7

B
~ Yo| _ |701 7Yo2 o Top .
Y1 Y1 Y12 ot Yip [k xp]

Nas Subsecoes 4.2.2, 4.2.3 e 4.2.4 sdo apresentados as estruturas do modelo de regressdo Simplex
bivariado para cépulas FGM, Clayton e Frank, como casos particulares do modelo de regressao

Simplex multivariado.

4.2.2 MRSB via copula FGM

Seja y; ~ ST (py,02) e yy ~ S~ (uy, 03) varidveis aleatérias com fungio de densidade dada em
(2.2). Para n observagoes independentes de varidveis aleatérias dependentes y1;, y2i), @ = 1,2, ..., n,
a fungdo de verossimilhanga da distribuicdo conjunta entre y, e y,, é dada por

L(6) = ﬁ{%U%i[yu(l —y1)*} 2 exp {—2012d(y1i; ﬂu)} X

=1 17

_ 1
(2703 [y2i(1 — y2:)]*} /% exp {—wd(ym; u2z')} X
21

{1+ A1 = 2F 1 (yu:)][1 — 2F2(y2i)] }s (4.4)
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em que Fi(-) e Fy(-) s@o fungoes de distribui¢bes acumuladas de y; e y,, e respectivamente 8 =
(8,7 M)

A expressao (4.4) um caso particular do modelo Simplex multivariado. O logaritmo da fungao
de verossimilhanca do modelo de regressao Simplex bivariada é

E(e) = ZE(“hU??)‘)7
i—1
onde
i, 02,)) = —110 (2 )—110 ( 2)—§lo [y1:(1 — y13)] — =—d(y1i; t1i) —
7 l’l’w 79 - 2 g T 2 g Jli 2 g yll yll 20_%@ yllnu’ll
1 1. .. 3 1
3 log(2m) — 3 log(03;) — 5 log[y2i (1 — y2:)] — Ed(y%; poi) +
log{1 4+ A[1 — 2F1(y1:)][1 — 2F>(y2i)]}, (4.5)

k . .
em que g(pij) = 3220 zaByj, h(UiZj) =020 Zavy i =1,...,mej=12.

4.2.3 MRSB via cépula Clayton

Seja y; ~ ST (py,02) e yy ~ S~ (g, 03) varidveis aleatérias com fungio de densidade dada em
2.2. Para n observagoes independentes de varidveis aleatérias dependentes (yq;, Ys;), ¢ = 1,2, ..., m,
a fungdo de verossimilhanga da distribui¢do conjunta entre y; e y,, é dada por

L) = ﬁ{QWU%i[Z/M(l —y13))*} 2 exp {—1d(y1i; Mlz‘)} X

i=1 20%1‘
1
{2703 [y2i(1 — y2i)]3}71/2 exp {_%Zd(y%; M?i)} X
21
(14 N Fi(y1:) 7 Falyos) A E (y1s) ™ + Falyes) ™) 7272, (4.6)

em que Fi(-) e F(-) sdo fungdes de distribuigdes acumuladas de y; e y, e 0 = (8,7, AT
A expressao (4.6) é um caso particular do modelo Simplex multivariado. O logaritmo da funcéao
de verossimilhanga do modelo de regressao Simplex bivariada é

‘6(0) = ZE(#@,O’?,)\),
i=1
onde
) 1 1 S
bi(pg o7, A) = 5 log(2m) — 5 log(oy;) — 3 log[y1i(1 — y1i)] — ﬁd(ylz‘; i) —

014

110 (2 )_110 ( 2)_§10 [ .(1_ .)}_Ld( . .)+

2 glam 2 g 09; 92 glY2i Y2i 20—%1' Y235 24

log(A+1) = (2+ A" Y log(Fi(y1:) ™ + Fa(yz) ) —

(A + 1) log(F1(y1s) F2(y2i)) (4.7)

em que g(ui;) = Y120 zaBy, h(ok) = X2 Zayj, i=1,..,nej=1.2.

4.2.4 MRSB via cépula Frank

Seja y; ~ ST (1, 02) e yy ~ S~ (g, 03) varidveis aleatérias com fungio de densidade dada em
2.2. Para n observagoes independentes de varidveis aleatérias dependentes (y14,42i), i = 1,2, ..., n,
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a fun¢do de verossimilhanca da distribuicao conjunta entre y, e y,, é dada por

L(o) = ﬁ{QWU%i[yli(l — )} 2 exp {—1d(y1¢; Mu)} X

2
i—1 207;

_ 1
(2703 [y2i (1 — y2:)]*} /2 exp {_Md(y%; M2i)} X
21

Aexp[A(1 + Fi(y1i) + F2(v2i))][—1 + exp(N)]
{exp(A) — exp[A(1 + F1(y1:))] — exp[A(1 + Fa(y2i))] + exp[A(Fi1(y1i) + F2(y20))]}?

(4.8)

em que F1() e F(-) sdo fungdes de distribuigdes acumuladas de y, e y, e 6 = (8,7, AT
A expressao (4.8) é um caso particular do modelo simplex multivariado. O logaritmo da funcao
de verossimilhanca do modelo de regressao Simplex bivariada é

n

(o) = Zf(ub 0-12’ A

i=1
onde
) 1 1. .. 3
Ci(p, o7, A) = —3 log(2m) — 5108{(01@') -5 log[y1: (1 — y1:)] — de(yu;uu) -
01i
1 1, 3
5 log(2m) — 5 log(oy;) — 5 logly2i(1 — y2i)] — ngd(y%;mz‘) +
log(A) + log(1 — ™) = A(Fi(yui) + Falyz)) —
2log(e™ — 1) + (e M1W) 1) (g7 Mel20) 1), (4.9)

em que g(pij) = Y10 waByj, h(oF) = Si20 Zavy, i =1,..,n e j = 1,2.

Para as segoes 4.2.2 - 4.2.4, derivando parcialmente o logaritmo das fungbes de verossimi-
lhanga (4.5, 4.7 e 4.9), com respeito a vetor de parametros, obtemos os vetores escores U(6) =
(Us, Uy Ux) ", matriz de informagio de Fisher observada, K (8) = 0¢(0)/0808", que sob condigdes

de regularidade, o estimador de maxima verossimilhanca 6 de 6, aproxima-se a uma distribuicao
Normal com média zero e matriz de varidncias e covariancias K—1(6).

4.3 Estudo de simulacao

Nesta segdo conduziremos um estudo de simulacdo via Monte Carlo (MC), com o intuito de
estudar o comportamento assintotico dos estimadores de maxima verossimilhanca do modelo de
regressao Simplex bivariado considerando as cépulas FGM, Clayton e Frank.

Numeros aleatérios sdo encontrados considerando a inversdo da fungao de distribuicao condici-
onal de Uy = uy dado Uy = uq, isto é:

02|1(U2”U/1) = PU; < UQ‘Ul = uq)
i Cu1 + Aug,ug) — Cur,uz)  9C(u1, u2)
= lim _
Auq—00 Aul 811,1

e Cépula FGM
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A distribuigdo condicional na cépula FGM resulta em

6C(u1,uQ)

G =l A= w)(1— )]

v =Cy(ug) =

A equagdo v = Cy); (u2) tem uma tnica raiz uz para 0 < v < 1, que ¢ 0 nosso caso de interesse.
Entao, conforme descrito Johnson (1987), é pertinente utilizar o seguinte procedimento para
simular o par uy,us da cépula FGM:

1. gera-se u; e v independentes da distribui¢ao U(0, 1);

2. encontra-se A = A\(2u; — 1) — 1 e B = [1 — A\(2u; — 1)]? + 40\ (2u; — 1);
3. ug = 2v/(VB — A);
4.

ap6s a obtencao dos pares (u1,us), mediante os passos supracitados, as varidveis y; e
Y, sdo encontradas por

Y = Fy (wilpy, 01;) e Yo = FT (uailpg;, o)

onde ijl(') é a inversa da func¢do de distribui¢do acumulada da distribui¢do Simplex
univariada, para j =1, 2.

Cépula Clayton

A distribuigdo condicional na cépula Clayton resulta em

0C (uy,v _ _ _ —1-1/A
U:CZH(UQ) = (8;12) = uy (1+X) (ul)\+u2)\_1) ’
sendo que
_
Uy = (1 —up? + [vup P 1“) . (4.10)

Considera-se o procedimento abaixo para gerar o par (uj,us) de observagoes desta cépula:

1. gerar u; e v independente da distribui¢ao U(0, 1);
2. obter ug a partir da equagdo acima;

3. apds a obtencao dos pares (u1,ug), mediante os passo supracitados, as variaveis y; e ys
serd dada por

-1 2 -1 2
Yy = Fy (wiilp, 07) e yo = F) (ugilpeo;, 03;)

onde F j_l(-) é a inversa da funcgao de distribui¢do acumulada da distribuicdo Simplex,
para j =1,2.

Cépula Frank

A distribuigdo condicional na cépula Frank resulta em

B - 9C (u1, usz) o e~ (ei)\uz -1
v o= 02\1(102) - Ouy - (e_’\ _ 1)(e—>\u1 _ 1)(6_)‘“2 — 1)
_ 1 vie ™ —1
Uy = 0211(’[)|U,1) :—Xlog <1+’U+(<1—’U)€_))\u1> )

—1 2 - .
onde 02‘1 ¢ a fungao inversa de Cy);.

Considere o procedimento abaixo para gerar o par (uj,us) de observagoes desta cépula:
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1. gerar u; e v independente da distribui¢ao U(0, 1);

2. encontrar ug = CQ_‘ll (v]ul);

3. apos a obtengao dos pares (u1,uz2), mediante os passo supracitados, as variaveis y; e y,
serd dada por

Yii = Fz_l(uli‘ﬂmai) € Yo = Ffl(U%’M%U’%i)

onde Fj_l(-) é a inversa da funcao de distribuicdo acumulada da distribuicdo Simplex,
para 7 =1,2.

Neste estudo de simulagdo de Monte Carlo, considera-se 1.000 réplicas de Monte Carlo (MC)
para amostas de tamanhos {25, 50, 75 e 100}. Para cada amostra gerada sdo obtidas as estimativas
de méxima verossimilhanca dos parametros 8’s, v’s e A cujas performances foram calculadas por
meio da média em cada réplica dos B ’s, s, X, do viés, da raiz do erro quadratico médio (REQM)
e Taxa de Cobertura (TC) de 95% de confianga.

Suponha R o nimero de réplicas de Monte Carlo: a média, o viés e REQM sdo encontrados a
partir de

N 1 B o 1B N 1 B
E(6) =z > 0 Vis(0h) = R > (6u—06)  EQM(6,) = R > (01 — 0,)?
i=1 -1 ~

em que ét é a estimativa de # obtida a partir da amostra gerada na réplica t do processo de
simulagao de Monte Carlo (MC), para t = 1,...,9. A Taxa de Cobertura (TC) para o intervalos de
confianca de 95% ¢ estimada da seguinte forma

. gt S IC[Ot, 1-— Ct]

T
© R

em que 6, ¢é a t-ésima estimativa de 8, o é o nivel de significancia e IC[0;1 — a] ¢ o intervalo de
confianca para 6.

Consideramos 3 cenarios com uma tnica covariavel x que segue uma distribui¢do uniforme no
intervalo (0,1), sendo a escolha dos pardmetros de modo que os dados fiquem concentrados em
torno de zero, meio e um, respectivamente, que a seguir sao apresentados de forma detalhada.
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4.3.1 Cenario 1

Neste cendrio é consideramos o vetor de pardmetros reais 8 = (o1 = —3,5; 511 = 1,2; o2 =
—3,5;612 = 1,271 = —0,8;911 = 1,6;902 = —0,8;712 = 1,6; A = 0,5) " que é concretizado pelo
grafico em 4.1 (a) corresponde ao grafico de superficies proximo a 0; uma representacao das curvas
de nivel pode ser vista em 4.1 (b).

0.25
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y2
0.15 0.20
| |

0.10
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 —

0.00
I

0.05 0.10 015 0.20 0.25
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Figura 4.1: Grdficos de superficie e curvas de nivel para uma amostra de tamanho 100 ¢ @ = (fo1 =

—3,5;811 = 1,2; Boa = —3,5; 12 = 1, 25701 = —0,8;711 = 1,6;702 = —0,8;712 = 1,6; A =0,5) .

Os resultados encontrados neste cenario sao apresentados na Tabela 4.2, onde podemos concluir
que:

e O viés dos estimadores de maxima verossimilhanca dos B’s aproxima-se de zero a medida
que o tamanho da amostra aumenta; os estimadores de maxima verossimilhanca de vy, e
o2 apresentam viés consideravel para amostras pequenas, entretanto diminui a medida que
o tamanho da amostra aumenta; o estimador de méxima verossimilhanca do A apresenta
viés consideravel para amostras pequenas nos MRSB via copulas Clayton e Frank, entretanto
diminui a medida que o tamanho da amostra aumenta;

« O REQM dos estimadores de maxima verossimilhanca dos By, e 8;; aproxima-se de zero a
medida que o tamanho da amostra aumenta, enquanto que os estimadores de maxima verossi-
milhanga dos B1; e B9 apresentam REQM consideravel para amostras pequenas, entretanto
diminui a medida que o tamanho da amostra aumenta; os estimadores de maxima verossi-
milhanca dos 4’s e do A apresentam REQM consideravel para amostas pequenas, entretanto
diminui a medida que o tamanho da amostra aumenta;

e Os estimadores de maxima verossimilhanga dos 8’s e v’s apresentam Taxa de Cobertura leve-
mente inferior ao nivel nominal de 95% para amostra pequena, mas a medida que a amostra
aumenta aproxima-se ao nivel nominal de 95%; o estimador de méxima verossimilhanca do
A apresenta Taxa de Cobertura superior ao coeficiente de confianga de 95% nos MRSB via
copula FGM e Clayton.

Pode-se concluir que assintoticamente os estimadores de maxima verossimilhanca podem ser
considerados estimadores com boas propriedades, isto é, sdo nao viesados, eficientes e consistente.
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Tabela 4.2: Média, viés, REQM e Taza de Cobertura de 95% de confianga. Cendrio 1.

Cépula  n  Medida  Bor  Bun Bo2 P12 Y1 Y11 Y2 M2 A
Média -3,50 1,20 -350 1,20 -0,99 1,62 -1,00 1,60 0,46

25 Viés 0,00 0,00 0,00 0,00 0,19 -0,02 0,20 0,00 0,04
REQM 0,06 0,13 0,05 0,13 053 099 053 099 043

TC(95%) 91,00 92,00 92,00 91,00 91,00 92,00 92,00 91,00 97,00

Média -3,50 1,20 -3,50 1,20 -0,90 1,64 -0,87 1,58 0,47

50 Viés 0,00 0,00 0,00 0,00 0,10 -0,04 0,0r 0,02 0,03
REQM 0,04 0,11 0,04 0,10 038 0,73 036 0,69 0,31

TC(95%) 92,00 94,00 94,00 94,00 93,00 94,00 94,00 95,00 96,00

Média -3,50 1,20 -3,50 1,20 -086 1,61 -0,87 1,62 0,49

FGM 75 Viés 0,00 0,00 0,00 0,00 0,06 -0,01 0,07 -0,02 0,01
REQM 0,03 o0,0r 0,03 0,07 026 047 0,28 048 0,26

TC(95%) 95,00 94,00 94,00 95,00 96,00 95,00 93,00 95,00 97,00

Média -3,50 1,20 -3,50 1,20 -0,86 1,64 -0,86 1,64 0,49

100 Viés 0,00 0,00 0,00 0,00 0,06 -0,04 0,06 -0,04 0,01
REQM 0,02 0,06 0,03 0,06 025 042 0,24 042 0,23

TC(95%) 95,00 94,00 94,00 96,00 94,00 94,00 94,00 94,00 96,00

Média 3,50 1,19 -350 1,20 -096 1,55 -0,93 1,52 0,63

925 Viés 0,00 0,01 0,00 0,00 0,06 0,05 0,13 0,08 -0,13
REQM 0,06 0,04 006 0,15 0,53 094 0,51 0,94 0,36

TC(95%) 92,00 92,00 90,00 90,00 89,00 90,00 91,00 90,00 93,00

Média -3,50 1,20 -3,50 1,19 -0,90 1,62 -0,89 1,61 0,55

50 Viés 0,00 0,00 0,00 0,01 0,10 -0,02 0,09 -0,01 -0,05
REQM 0,03 0,09 003 009 033 059 032 059 0,22

TC(95%) 93,00 93,00 94,00 94,00 93,00 93,00 94,00 94,00 94,00

Média -3,50 1,19 -3,50 1,20 -0,85 1,59 -0,85 1,61 0,53

Clayton 75 Viés 0,00 0,01 0,00 0,00 0,06 0,01 0,06 -0,01 -0,03
REQM 0,03 0,0r 0,03 008 025 043 025 045 0,17

TC(95%) 94,00 96,00 92,00 93,00 95,00 95,00 93,00 95,00 93,00

Média -3,50 1,20 -3,50 1,20 -085 1,62 -0,85 1,63 0,52

100 Viés 0,00 0,00 0,00 0,00 0,06 -0,02 0,06 -0,03 -0,02
REQM 0,03 0,06 0,03 006 024 039 0,25 040 0,15

TC(95%) 94,00 95,00 93,00 94,00 94,00 95,00 92,00 93,00 95,00

Média 3,50 1,20 -350 1,19 -0,96 1,56 -0,99 1,61 0,27

95 Viés 0,00 0,00 0,00 0,01 0,16 0,04 0,19 -0,01 0,23
REQM 0,04 0,04 004 0,03 050 097 0,51 0,96 0,65
TC(95%) 90,00 91,00 90,00 93,00 90,00 91,00 90,00 91,00 100

Média -3,50 1,20 -3,50 1,20 -0,99 1,77 -0,94 1,71 0,36

50 Viés 0,00 0,00 0,00 0,00 0,19 -0,17 0,14 -0,11 0,14
REQM 0,04 0,09 0,04 0,09 045 0,71 0,44 0,68 0,54
TC(95%) 93,00 94,00 93,00 93,00 92,00 92,00 92,00 94,00 100

Média -3,50 1,19 -3,50 1,20 -0,85 1,59 -0,87 1,65 0,39

Frank 75 Viés 0,00 0,01 0,00 0,00 0,05 0,01 0,07 -0,06 0,11
REQM 0,03 0,0 0,03 0,0 0,27 0,51 0,28 0,52 0,47

TC(95%) 94,00 95,00 93,00 93,00 94,00 95,00 93,00 93,00 98,00

Média -3,50 1,20 -3,50 1,20 -0,86 1,63 -0,86 1,63 0,43

100 Viés 0,00 0,00 0,00 0,00 0,06 -0,03 0,06 -0,03 0,07
REQM 0,02 0,06 0,02 006 025 038 0,26 040 041

TC(95%) 93,00 95,00 94,00 94,00 94,00 94,00 93,00 94,00 97,00
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4.3.2 Cenario 2

Neste cendrio é consideramos o vetor de parametros reais @ = (fo1 = —0,5; 811 = 1,2; o2 =
—0,5; 612 = 1,271 = —1,5;911 = 1,3;902 = —1,5;712 = 1,3; A = 0,5) " que é concretizado pelo
grafico em 4.2 (a) corresponde ao grafico de superficies préximo a 0,5; uma representacao das curvas
de nivel pode ser vista em 4.2 (b).

ndoOP

(a) (b)

Figura 4.2: Grdficos de superficie e curvas de nivel para uma amostra de tamanho 100 ¢ @ = (fo1 =

—0,5; 811 = 1,2; Boa = —0,5; 812 = 1, 2701 = =1, 5,711 = 1, 3;702 = =1, 5,712 = 1, 3; A = 0,5) .

Os resultados encontrados neste cenario sao apresentados na Tabela 4.3, onde podemos concluir
que:

e O viés dos estimadores de maxima verossimilhanca dos B’s aproxima-se de zero a medida
que o tamanho da amostra aumente; os estimadores de méxima verossimilhanca dos ~’s
aproxima-se de zero a medida que o tamanho da amostra aumente para o MRSB via copulas
FGM e viés consideravel para amostras pequenas nos MRSB via cépulas Clayton e Frank,
entretanto diminui a medida que o tamanho da amostra aumenta; o estimador de méxima
verossimilhanca do A apresenta viés consideravel para amostras pequenas, entretanto diminui
a medida que o tamanho da amostra aumenta;

e Os estimadores de maxima verossimilhanca de 8, 811, dos v’s e do A apresentam REQM
considerdvel para amostras pequenas, entretanto diminui a medida que o tamanho da amostra
aumenta;

e Os estimadores de maxima verossimilhanga dos 8’s e v’s apresentam Taxa de Cobertura leve-
mente inferior ao nivel nominal de 95% para amostra pequena, mas a medida que a amostra
aumenta aproxima-se ao nivel nominal de 95%; o estimador de méxima verossimilhanca do
A apresenta Taxa de Cobertura superior ao coeficiente de confianca de 95%.

Pode-se concluir que assintoticamente os estimadores de méaxima verossimilhanca podem ser
considerados estimadores com boas propriedades, isto é, sao nao viesados, eficientes e consistente.
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Tabela 4.3: Média, viés, REQM e Taza de Cobertura de 95% de confianga. Cendrio 2.

Copula  n Medida o1 Bun Boz Pz Y1 Y11 Yoz M2 A
Média -0,50 1,22 -0,50 1,22 -162 1,34 -1,62 1,30 0,40

25 Viés 0,00 -0,02 0,00 -0,02 0,12 -0,04 0,12 0,00 0,10
REQM 0,11 023 0,11 023 0,63 1,16 0,62 1,17 0,47

TC(95%) 92,00 93,00 93,00 93,00 93,00 93,00 94,00 93,00 97,00

Média -0,51 1,20 -0,51 1,19 -156 1,32 -1,58 1,34 0,48

50 Viés 0,01 0,00 0,01 0,01 006 -0,02 0,08 -0,04 0,02
REQM 0,0r 0,5 0,07 0,16 038 0,76 038 0,73 0,35

TC(95%) 92,00 93,00 94,00 94,00 94,00 93,00 94,00 94,00 96,00

Média -0,50 1,20 -0,50 1,20 -156 1,31 -1,56 1,32 0,49

FGM 75 Viés 0,00 0,00 0,00 0,00 0,06 -0,01 0,06 -002 0,01
REQM 0,06 0,11 0,06 0,11 0,29 0,53 0,29 0,54 0,27

TC(95%) 94,00 93,00 94,00 94,00 94,00 95,00 92,00 94,00 97,00

Média -0,50 1,20 -0,50 1,20 -1,58 1,34 -1,55 1,31 0,50

100 Viés 0,00 0,00 0,00 0,00 0,08 -0,04 0,05 -0,01 0,00
REQM 0,04 0,08 0,04 008 025 040 0,24 040 0,23

TC(95%) 94,00 95,00 94,00 94,00 94,00 95,00 95,00 94,00 95,00

Média -0,51 1,20 -0,50 1,19 -1,74 1,52 -1,70 1,43 0,74

925 Viés 0,01 0,00 0,00 001 024 -0,22 0,20 -0,13 -0,24
REQM 0,09 0,18 0,09 0,18 057 098 055 099 0,37

TC(95%) 90,00 92,00 91,00 92,00 90,00 92,00 91,00 92,00 97,00

Média -0,50 1,21 -0,50 1,20 -1,54 1,28 -1,52 1,23 0,60

50 Viés 0,00 -0,01 0,00 0,00 004 0,02 0,02 0,07 -0,10
REQM 0,06 0,13 0,06 0,12 0,33 060 0,32 0,60 0,22

TC(95%) 94,00 94,00 95,00 94,00 93,00 93,00 93,00 93,00 96,00

Média -0,50 1,20 -0,50 1,20 -1,53 1,29 -1,54 1,32 0,58

Clayton 75 Viés 0,00 0,00 0,00 0,00 003 0,01 0,04 -0,02 -0,08
REQM 0,06 0,09 005 009 025 044 0,27 046 0,18

TC(95%) 94,00 95,00 94,00 95,00 94,00 94,00 93,00 94,00 96,00

Média -0,50 1,20 -0,50 1,20 -152 1,30 -1,51 1,29 0,55

100 Viés 0,00 0,00 0,00 0,00 0,02 000 0,01 0,00 -0,05
REQM 0,04 0,08 0,04 008 022 037 0,22 039 0,15

TC(95%) 93,00 94,00 95,00 94,00 94,00 95,00 94,00 94,00 96,00

Média -0,50 1,20 -049 1,19 -1,75 1,40 -1,80 1,50 0,29

95 Viés 0,00 0,00 -0,01 0,01 0,25 -0,10 0,30 -0,20 0,21
REQM 0,09 0,6 009 0,16 056 084 061 088 0,65
TC(95%) 89,00 91,00 90,00 92,00 91,00 93,00 89,00 93,00 100

Média -0,50 1,20 -0,50 1,20 -1,5 1,23 -1,57 1,29 0,38

50 Viés 0,00 0,00 0,00 0,00 005 0,07 0,07 001 0,12
REQM 0,06 0,13 0,05 0,13 029 064 030 0,63 0,53
TC(95%) 94,00 95,00 93,00 93,00 94,00 94,00 93,00 94,00 100

Média -0,50 1,21 -0,50 1,21 -1,59 1,35 -1,56 1,33 0,41

Frank 75 Viés 0,00 -0,01 0,00 -0,01 0,09 -0,06 0,06 -0,03 0,09
REQM 0,06 0,10 0,06 0,00 0,28 047 0,27 046 0,45

TC(95%) 94,00 94,00 93,00 94,00 94,00 94,00 93,00 94,00 97,00

Média -0,50 1,20 -0,50 1,20 -1,55 1,33 -1,54 1,31 0,44

100 Viés 0,00 0,00 0,00 0,00 0,05 -0,03 0,04 -0,01 0,06
REQM 0,04 0,08 0,04 008 023 041 0,23 0,39 041

TC(95%) 95,00 94,00 94,00 96,00 93,00 93,00 93,00 94,00 98,00
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4.3.3 Cenario 3

Neste cendrio consideramos o vetor de pardmetros reais @ = (5o1 = 2,5; 511 = 1,2; 502 =
2,5;: 812 =1,2;701 = 0,8;911 = 1,6;902 = 0,8;v12 = 1,6: A = 0,5) " que é concretizado pelo gréfico
em 4.3 (a) corresponde ao grafico de superficies proximo a 1; uma representacao das curvas de nivel
pode ser vista em 4.3 (b).
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Figura 4.3: Grdficos de superficie e curvas de nivel para uma amostra de tamanho 100 ¢ @ = (fo1 =

2,5; 811 =1,2; 802 = 2,5; B12 = 1, 2,701 = 0,8;711 = 1,6;702 = 0,8;712 = 1,6;A = 0,5) .

Os resultados encontrados neste cenario sao apresentados na Tabela 4.4, onde podemos concluir
que:

e Os estimadores de maxima verossimilhanca dos 8’s aproxima-se de zero a medida que o tama-
nho da amostra aumenta; os estimadores de maxima verossimilhanca de v, e gy apresentam
viés consideravel para amostras pequenas, entretanto diminui a medida que o tamanho da
amostra aumenta; o estimador de maxima verossimilhanc¢a do A apresenta viés nos MRSB via
copulas Clayton e Frank considerdvel para amostras pequenas, entretanto diminui a medida
que o tamanho da amostra aumenta;

e Os estimadores de maxima verossimilhanca de B, e 811, dos v¥’s e do A apresenta REQM
consideravel para amostras pequenas, entretanto diminui a medida que o tamanho da amostra
aumenta;

e Os estimadores de méxima verossimilhanca dos B’s e «’s apresentam Taxa de Cobertura
levemente inferior ao nivel nominal de 95% para amostras pequenas, mas a medida que
a amostra aumenta aproxima-se ao nivel nominal o valor da Taxa de 95%; o estimador
de maxima verossimilhanca do A apresenta Taxa de Cobertura superior ao coeficiente de
confianga de 95% nos MRSB via cépulas FGM e Clayton.

Pode-se concluir que assintoticamente os estimadores de méaxima verossimilhanca podem ser
considerados estimadores com boas propriedades, isto é, sao nao viesados, eficientes e consistente.
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Tabela 4.4: Média, viés, REQM e Taza de Cobertura de 95% de confianga. Cendrio 3.

Copula  n Medida o1 Bun Boz Pz Y1 Y11 Yoz M2 A
Média 2,51 1,19 2,51 1,20 0,60 1,62 0,62 1,62 0,43

25 Viés -0,01 0,01 -0,01 0,00 0,20 -0,02 0,18 -0,02 0,07
REQM 0,11 0,21 0,11 0,21 0,44 0,73 043 0,73 0,44

TC(95%) 90,00 93,00 92,00 93,00 90,00 93,00 92,00 92,00 96,00

Média 2,51 1,19 2,50 1,19 0,64 1,72 0,68 1,66 0,47

50 Viés -0,01 0,01 0,00 0,01 0,16 -0,12 0,12 -0,06 0,03
REQM 0,11 0,19 0,11 0,19 042 0,66 041 0,68 0,31

TC(95%) 92,00 94,00 93,00 94,00 92,00 94,00 93,00 93,00 97,00

Média 2,51 1,19 2,51 1,19 0,75 1,60 0,73 1,62 0,50

FGM 75 Viés -0,01 0,01 -0,01 0,01 0,05 0,00 0,07 -0,02 0,00
REQM 0,07 0,14 0,07 0,14 027 050 0,26 048 0,26

TC(95%) 94,00 95,00 94,00 94,00 94,00 93,00 93,00 94,00 97,00

Média 2,50 1,21 2,51 1,19 0,76 1,60 0,74 1,63 0,50

100 Viés 0,00 -0,01 -0,01 0,01 0,04 0,00 0,06 -0,03 0,00
REQM 0,07 0,12 0,07 0,12 0,26 0,41 0,25 0,41 0,23

TC(95%) 95,00 95,00 94,00 93,00 94,00 95,00 96,00 95,00 96,00

Média 2,51 1,19 2,51 1,19 0,53 1,81 0,50 1,83 0,64

95 Viés -0,01 0,01 -0,01 0,01 0,27 -0,21 0,30 -0,23 -0,14
REQM 0,16 0,27v 0,15 0,28 0,63 1,00 0,65 1,02 0,36

TC(95%) 87,00 90,00 87,00 89,00 90,00 91,00 89,00 92,00 93,00

Média 2,51 1,20 2,50 1,20 0,69 1,68 0,69 1,65 0,56

50 Viés -0,01 0,00 0,00 0,00 0,11 -0,08 0,11 -0,05 -0,06
REQM 0,09 0,17 0,09 0,16 035 055 036 057 0,22

TC(95%) 92,00 93,00 93,00 94,00 92,00 93,00 93,00 94,00 94,00

Média 2,50 1,20 2,50 1,20 0,74 1,62 0,72 1,62 0,53

Clayton 75 Viés 0,00 0,00 0,00 0,00 0,06 -0,02 0,08 -0,02 -0,03
REQM 0,08 0,13 0,08 0,13 026 043 0,28 044 0,18

TC(95%) 93,00 93,00 93,00 92,00 95,00 95,00 93,00 94,00 93,00

Média 2,50 1,20 2,50 1,20 0,76 1,58 0,77 1,58 0,52

100 Viés 0,00 0,00 0,00 0,00 0,04 0,02 0,03 0,02 -0,02
REQM 0,06 0,13 0,06 012 0,22 040 0,21 0,40 0,15

TC(95%) 95,00 93,00 95,00 95,00 95,00 93,00 95,00 95,00 93,00

Média 2,50 1,22 2,50 1,21 0,56 1,67 0,61 1,63 0,22

95 Viés 0,00 -0,02 0,00 -0,01 0,24 -0,0r 0,19 -0,03 0,28
REQM 0,13 0,25 0,14 0,25 054 092 053 092 0,66
TC(95%) 90,00 91,00 90,00 92,00 91,00 93,00 92,00 92,00 100

Média 2,50 1,21 2,51 1,19 0,71 1,60 0,74 1,55 0,37

50 Viés 0,00 -0,01 -0,01 0,01 0,09 0,00 0,06 0,06 0,13
REQM 0,00 0,19 0,00 0,19 036 063 0,36 0,65 0,52
TC(95%) 93,00 94,00 92,00 93,00 93,00 94,00 93,00 93,00 100

Média 2,50 1,19 2,50 1,19 0,73 1,62 0,74 1,60 0,40

Frank 75 Viés 0,00 0,01 0,00 0,01 0,07 -0,02 0,06 0,00 0,10
REQM 0,09 0,17 009 016 033 056 0,31 0,53 0,47

TC(95%) 93,00 94,00 95,00 94,00 92,00 93,00 95,00 95,00 97,00

Média 2,50 1,20 2,50 1,20 0,75 1,62 0,77 1,58 0,42

100 Viés 0,00 0,00 0,00 0,00 0,05 -0,02 0,03 0,02 0,08
REQM 0,0 0,12 0,06 0,12 023 040 0,24 0440 0,40

TC(95%) 94,00 95,00 96,00 95,00 9500 95,00 94,00 93,00 97,00
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4.4 Aplicacoes

Nesta secao iremos apresentar duas aplicagdes, como descrita a seguir:

4.4.1 Aplicacao I

Nesta Se¢ao temos por interesse estudar a relagdo entre as varidveis y,: proporcao de pobres,
Yo: taxa de mortalidade infantil, com respeito a z: Indice de Desenvolvimento Humano (IDH)
por municipio. Conforme informado na Secao 3.2, os dados podem ser acessados facilmente em
(Municipal, 2023).

A seguir, na Tabela 4.5 apresenta-se as estimativas, erro padrao e valor-p dos parametros
para os modelos de regressdo bivariado Simplex e Beta via cépulas FGM, Clayton e Frank, cujas
estimativas sdo significativas ao nivel de 1% de significAncia. Como descrito na Secao 3.1, as esti-
mativas associadas ao parametro da média podem ser interpretados como a razao de chance, isto
é, exp(0,01 x Bll) = exp(—11,205) ~ 0,894; exp(0, 01 x 311) = exp(—11,030) ~ 0,895; exp(0, 01 x
511) = exp(—11,229) ~ 0,894, ou seja, com o aumento de 1% no IDH por municipio (x), a chance
de reducao da proporcio de pobres é de aproximadamente 10,60%, 10,44% e 10,62%, enquanto que
com o aumento de 1% no IDH por municipio (), isto é, exp(0,01 x Blg) = exp(—9,573) ~ 0,909;
exp(0,01 x 312) = exp(—9,093) ~ 0,913; exp(0, 01 x 312) = exp(—9,392) ~ 0,910, ou seja, a chance
de reducao da taxa de mortalidade infantil é de aproximadamente 9,13%, 8,69% e 8,96% com base
no modelo de regressdo Simplex bivariado pelas cépulas FGM, Clayton e Frank, respectivamente.
Ja pelo modelo de regressao Beta bivariado, as estimativas associadas ao pardmetro da média po-
dem ser interpretados como a razao de chance, isto é, exp(0,01 x B\ll) = exp(—11,664) ~ 0, 889;
exp(0,01 x BH) = exp(—11,601) ~ 0,890; exp(0,01 x 311) = exp(—11,738) ~ 0, 889, ou seja, com
o aumento de 1% no IDH por municipio, a chance de reducao da propor¢ao de pobre aumente em
aproximadamente 11,00%, 10,95% e 11,07%, enquanto que com o aumento de 1% no IDH por muni-
cipio (), isto é, exp(0,01 x Bi2) = exp(—9,627) ~ 0,908; exp(0,01 x B12) = exp(—9,333) ~ 0,911;
exp(0,01 x Blg) = exp(—9,519) ~ 0,909, ou seja, a chance de reducdo da taxa de mortalidade in-
fantil aumenta em aproximadamente 9,18%, 8,91% e 9,08% pelas cépulas FGM, Clayton e Frank,
respectivamente. Em vista uma das cépulas, podemos notar que os modelos proposto através da
coépula FGM ajustou melhor os dados, tanto para o modelo de regressao Simplex bivariado quanto
para o modelo de regressao Beta bivariado, uma vez que, apresentou valores minimos de AIC e
BIC. Sendo melhor representado pela distribuicdo Simplex quando levado em consideracio as cé-
pulas FGM e Frank, e melhor representado pela distribui¢do Beta quando levado em consideracao
a copula Clayton.

Com relagdo a proporgao de pobres e a taxa de mortalidade infantil por dispersdo, espera-se
que o parametro de dispersdao da proporcao de pobres e da taxa de mortalidade infantil diminui
tanto pelo modelo de regressao Simplex quanto pelo modelo de regressao Beta, tendo em vistas as
estimativas negativas dos parametros v, € 715, conforme apresentado na Tabela 4.5. O parametro 7
reflete o grau de associagdo entre as varidveis dependentes, no caso y; e Y, dependendo unicamente
da cépula utilizada e obtido a partir da relacio com o parametro A, conforme apresentado na
Tabela 4.1. Com isso, vemos que pelas copulas FGM e Frank ambos os modelos transmitem uma
concordancia ou associagao negativa e fraca, enquanto que pela copula Clayton ambos os modelos
transmitem uma concordincia positiva e relativamente forte.

Nas Figuras 4.4 e 4.5 é apresentado o comportamento grafico de superficie da densidade e curvas
de nivel com os valores de y; e y, plotados para as cépulas FGM, Clayton e Frank, um contraponto
as estatistica quanto a qualidade do ajuste dos modelos. Podemos notar que a distribuicao Simplex
nas Figuas 5.6a e 5.6e caracterizam o aspecto bimodal correspondente a varidvel proporcdo de
pobre y;, sendo um pouco mais evidente em 5.6a, enquanto que a distribuicdo Beta nao apresenta
tal aspecto bimodal. Em sintese, podemos notar que os modelos ajustam bem os dados, tendo em
vista que os dados, em sua grande maioria, estdo circunscrito pelas curvas de nivel.
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Tabela 4.5: Estimativas, erro padrao e valor-p do modelo de regressao bivariado das distribuicoes Simplexr e Beta.

MODELO DE REGRESSAO SIMPLEX MULTIVARIADO VIA COPULAS
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Modelo Distribuicio Cépula FGM Cépula de Clayton Cépula de Frank
Pardmetro Estimativa ~SE  p-valor Estimativa ~ SE  p-valor Estimativa ~ SE  p-valor
Bo1 7,641 0,040 0,000 7,477 0,053 0,000 7,656 0,041 0,000
P11 —11,205 0,060 0,000 —11,030 0,071 0,000 —11,229 0,061 0,000
Bo2 5,961 0,041 0,000 5,572 0,073 0,000 5,826 0,043 0,000
B2 —9,573 0,056 0,000 —9,093 0,091 0,000 —9,392 0,058 0,000
y1,y2 ~ IDHM Simplex Yo1 —1,413 0,079 0,000 —1,402 0,082 0,000 —1,330 0,081 0,000
711 1,801 0,113 0,000 1,946 0,125 0,000 1,694 0,114 0,000
Yo2 0,044 0,067 0,000 0,298 0,072 0,000 0,158 0,068 0,000
Y12 —0,269 0,095 0,000 —0,479 0,097 0,000 —0,420 0,096 0,000
A —0,359 0,044 0,000 0,670 0,126 0,000 0,800 0,092 0,000
Bo1 8,011 0,049 0,000 7,938 0,053 0,000 8,062 0,051 0,000
P11 —11,664 0,072 0,000 —11,601 0,076 0,000 —11,738 0,073 0,000
Bo2 5,988 0,043 0,000 5,758 0,050 0,000 5,915 0,044 0,000
P12 -9,627 0,060 0,000 —9,333 0,068 0,000 -9,519 0,062 0,000
y1,y2 ~ IDHM Beta Yo1 —2,396 0,107 0,000 —2,136 0,108 0,000 —2,249 0,108 0,000
Y11 1,017 0,153 0,000 0,767 0,153 0,000 0,817 0,154 0,000
Yo2 0,317 0,088 0,000 0,649 0,093 0,000 0,409 0,090 0,000
Y12 —2,926 0,124 0,000 —3,282 0,128 0,000 —3,098 0,126 0,000
A —0,359 0,042 0,000 0,500 0,049 0,000 0,790 0,085 0,000

Simplex: [(Cépula FGM: AIC = 27604.4; BIC = 27663.9; 7 =-0.0798), (Cépula de Clayton: AIC = 7941.5; BIC = 8001.0; 7 = 0.6339), (Cépula de Frank: AIC = 27604.7; BIC =
27664.2; 7 =-0.0774)];Beta: [(Cépula FGM: AIC = 28489.1; BIC = 28548.6; 7 =-0.0782), (Cépula de Clayton: AIC = 7587.7; BIC = 7647.2; 7 = 0.6142), (Cépula de Frank: AIC

= 28486.4; BIC = 28545.9; 7 =-0.0766)].
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Figura 4.4: Grdficos de superficies das varidveis propor¢io de pobre e taxa de mortalidade infantil.
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4.4 APLICACOES 43

4.4.2 Aplicacao II

Nesta Se¢do temos por interesse estudar a relagdo entre as varidveis y;: Indice de Desenvolvi-
mento Humano (IDH) por municipio’, y,: Indice de Vulnerabilidade Social (IVS) por municipio?
com respeito a x = populacdo economicamente dependente/populac¢do economicamente ativa (Ra-
zao de Dependéncia (RD), como varidvel independente)® dos 102 municipios do estado de Alagoas-
Brasil, considera-se os dados registrados nos censos de 2000 e 2010, como sendo independentes e
facilmente encontrados em (Ipea, 2023).

Na Tabela 4.6, apresenta-se algumas medidas descritivas para as varidveis em estudo, onde
pode-se observar, que os municipios de Alagoas apresentam em média um IDH e IVS por municipio
igual a 48% e 58%, respectivamente. A Razao de Dependéncia média é 68%, indicando que uma
consideravel populacdo do estado de Alagoas, em idade produtiva, ampara uma grande nimero de
dependentes. Observa-se também, a presenga de assimetria negativa (& esquerda) para as varidveis
IDH e IVS por municipio, assim como uma assimetria positiva (a direita) na varidvel RD.

Tabela 4.6: Medidas descritivas vy, : Indice de Desenvolvimento Humano (IDH) municipal, ya: Indice de
Vulnerabilidade Social (IVS) e x: Razdo Dependéncia (RD).

Varidveis Max. Min. 1Q. 3Q. Med. Md. DP  Assi. Curt.

v, 0,72 028 0,38 0,56 048 0,50 0,09 —0,06 —1,25
Yy 0,82 034 052 064 058 058 0,09 —009 —0,33
x 009 044 060 0,76 068 067 0,10 035 —025

A seguir, na Tabela 4.7 apresenta-se as estimativas, erro padrao e valor-p dos pardmetros
para os modelos de regressao bivariado Simplex e Beta via copulas FGM, Clayton e Frank, cujas
estimativas sdo significativas ao nivel de 1% de significAncia. Como descrito na Secao 3.1, as esti-
mativas associadas ao parametro da média podem ser interpretados como a razao de chance, isto
6, exp(—0,01 x B11) = exp(3,64) ~ 1,037; exp(—0,01 x B11) = exp(3,59) ~ 1,0365; exp(—0,01 x
311) = exp(3,61) ~ 1,0367, ou seja, com a redugdo de 1% da Razao Dependéncia (z), a chance de
reducdo do IDH por municipio diminui em 3,70%, 3,65% e 3,67%, enquanto que a reducao de 1%
da Razao Dependéncia (), isto é, exp(—0,01 x 312) = exp(—3,05) ~ 0,9699; exp(—0,01 x 512) =
exp(—3,34) ~,0327; exp(—0,01 x 312) = exp(—2,94) ~ 0,9712, ou seja, a chance de aumentar
o indice de vulnerabilidade social diminui em aproximadamente 3,05%, 3,27% e 2,89% com base
no modelo de regressdo Simplex bivariado pelas cépulas FGM, Clayton e Frank, respectivamente.
Ja pelo modelo de regressao Beta bivariado, as estimativas associadas ao parametro da média po-
dem ser interpretados como a razdo de chance, isto é, exp(—0,01 x BH) = exp(3,49) ~ 1,0355;
exp(—0,01 x Bll) = exp(3,57) ~ 1,0364; exp(—0,01 x 311) = exp(3,63) ~ 1,0369, ou seja, com
a redugao de 1% da Razdo Dependéncia (x), a chance de redugdo do IDH por municipios di-
minui em 3,55%, 3,64% e 3,69%, enquanto que a reducao de 1% da Razdo Dependéncia (x),
isto ¢, exp(—0,01 x B12) = exp(—2,922) ~ 0,9712; exp(—0,01 x B12) = exp(—3,412) ~, 9664;
exp(—0,01 x 512) = exp(—2,970) ~ 0,9707, ou seja, a chance de aumento do IVS por municipio
diminui em 2,88%, 3,36% e 2,93% pelas copulas FGM, Clayton e Frank, respectivamente. Em vista
uma das copulas, podemos notar que os modelos proposto através da cépula FGM ajustou melhor
os dados, tanto para modelo de regressao Simplex bivariado quanto para o modelo de regressao
Beta bivariado, uma vez que, apresentou valores minimos de AIC e BIC.

10 Indice de Desenvolvimento Humano (IDH) municipal é uma medida composta de indicadores de trés dimensoes
do desenvolvimento humano: longevidade, educagdo e renda. O indice varia entre 0 a 1; quanto mais préximo a 1,
maior o desenvolvimento humano. Em suma, reflete o desenvolvimento econdémico e a qualidade de vida.

20 Indice de Vulnerabilidade Social (IVS) é um indice que reflete situagdes de auséncia ou insuficiéncia de alguns
"ativos” (emprego, moradia, capital humano, capital social, entre outros) que, a principio, deveriam estar & disposi¢ao
de todos os brasileiros. O IVS varia também entre 0 e 1; quanto mais préximo de 1, maior é a vulnerabilidade social
do municipio (Costa e Marguti, 2015).

3A Razdo Dependéncia pressupde que jovens e idosos de uma populacio sdo dependentes economicamente dos
demais. Nesse sentido, é um indicador do contingente que é suportado pela populacdo potencialmente produtiva
(Vasconcelos Filho, 2016)
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Com relacdo ao indice de desenvolvimento humano municipal e o indice de vulnerabilidade
social por dispersao, espera-se que o parametro de dispersao da proporc¢ao de pobres e da taxa de
mortalidade infantil diminui tanto pelo modelo de regressao Simplex quanto pelo modelo de regres-
sao Beta, tendo em vistas as estimativas negativas dos parametros vy, e 7y, conforme apresentado
na Tabela 4.7. O parametro 7 reflete o grau de associacio entre as variaveis dependentes, no caso
Y € Yo, dependendo unicamente da cépula utilizada e obtido a partir da relacdo com o paradmetro
A, conforme apresentado na Tabela 4.1. Com isso, vemos que pelas cépulas FGM e Frank ambos
os modelos transmitem uma concordancia ou associagdo negativa e relativamente fraca, enquanto
que pela cépula Clayton ambos os modelos transmitem uma concordancia positiva e relativamente
fraca.

Nas Figuras 4.6 e 4.7 é apresentado os graficos de superficie da densidade e curvas de nivel dos
modelos ajustados ao conjunto de dados. Os graficos mostram que as varidaveis IDH e IVS para o
estado de Alagoas sdo inversamente proporcionais, isto é, quanto maior for o IDH municipal menor
serd o IVS municipal (o contrario também é valido). Na Figura 4.7, pode-se notar que o modelo
ajusta bem os dados, tendo em vista que os dados estdo circunscrito pelas curvas de nivel, muito
embora tenhamos observagoes em destaque fora das curvas, a saber: observacoes #63, #75 e #147
que correspondente aos municipios: Inhapi, Joaquim Gomes e Roteiro, respectivamente (municipios
economicamente menos desenvolvidos com péssimos IDH e IVS municipal); observagoes #4, #184,
#188 e #202 que correspondente aos municipios: Arapiraca, Barra de Sdo Miguel, Macei6 e Satuba,
respectivamente (municipios economicamente mais desenvolvidos com bom IDH e IVS municipal).
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(a) (b)
FGM-Simplex: y1,y2 ~ razdep FGM-Beta: y1,y2 ~ razdep

(c) (d)

Clayton-Simplez: y1,y2 ~ razdep Clayton-Beta: y1,y2 ~ razdep

(e) ()

Frank-Simplex: y1,y2 ~ razdep Frank-Beta: yi,y2 ~ razdep

Figura 4.6: Grdficos de superficies para as varidveis indice de desenvolvimento humano e indice de vulne-
rabilidade social.
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2 g
IDHM IDHM
(a) (b)
FGM-Simplex: y1,y2 ~ razdep FGM-Beta: y1,y2 ~ razdep
2 °
IDHM IDHM
(<) (d)
Clayton-Simplez: y1,y2 ~ razdep Clayton-Beta: y1,y2 ~ razdep
2 °

0202

184 1840 202
0‘3 0‘4 0‘5 0‘6 0‘7 0‘3 0‘4 0‘5 0‘6 0‘7
IDHM IDHM
(e) (f)
Frank-Simplex: y1,y2 ~ razdep Frank-Beta: y1,y2 ~ razdep

Figura 4.7: Grdficos de curvas de nivel para as varidveis indice de desenvolvimento humano e indice de
vulnerabilidade social.
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Capitulo 5

Analise de Dagnéstico para o MRSB

Neste capitulo é apresentado uma etapa importante no ajuste do modelo de regressao, a analise
de diagndstico, que permite verificar possiveis afastamentos das suposicoes feitas para o modelo
auxiliando na identificagdo de observagoes extremas com alguma interferéncia desproporcional nos
resultados do ajuste.

5.1 Analise de residuos

Na analise de diagnéstico, verificamos possiveis problemas nas suposigoes feitas para o modelo,
como por exemplo, problemas na escolha da funcao de ligagao, problemas na escolha das covaridveis,
problemas de nao-linearidade e até mesmo problemas com observacoes discrepantes que interferem
nas estimativas dos parametros. Uma das técnicas de diagndstico mais utilizada é a andlise de
residuos. Os residuos desempenham um papel importante na verificagdo da adequagdao do modelo e
na identificacdo de ”outliers” entre os valores ajustados a partir do modelo e os valores observados
Silva (2019). Na literatura resultados de diagndstico, para classe de modelos que contemplam o
intervalo unitario (0,1), podem ser encontrados nos trabalhos de Ferrari e Cribari-Neto (2004),
Espinheira et al. (2008), Lemonte e Bazan (2016), entre outros.

Neste trabalho de dissertacao iremos utilizar os residuos quantilicos como ferramenta de analise.

5.1.1 Residuos quantilico

Apresentado por Dunn e Smyth (1996), os residuos quantilicos aleatorizados pode ser definido
como

r?i = q)*l{F(yji;uji,U]zi)}, i=1,..,nej=1,2..p.

em que ®71() é a inversa da funcio de distribuicdo acumulada da distribuicdo normal padrio e
F(-) é a funcao de distribuigdo acumulada do modelo de regressao Simplex bivariado.

Dado uma fungdo de distribuigao F(yji;uji,o']?-i). Se F(-) é continua, entao F(yji;,uji,ajz-i) é
uniformemente distribuida no intervalo unitdrio. Seja Y uma variavel aleatéria continua, o residuo
quantilico é definido como uma transformacao da funcdo de distribuicdo acumulada de Y, deno-
tada aqui por F(y). Ou seja, se U = F(y), temos que U é uma varidvel aleatéria uniformemente
distribuida em (0,1). Entdo, se U = F(y), entdo P(U < k) = P(F(Y) < k)= P(Y < FL(k)) =
F(F~Y(k)) = k, para todo 0 < k < 1. Portanto, U ~ U(0, 1) e, em conformidade com sua defini¢o,
quando o modelo for especificado corretamente, estes residuos devem ser normalmente distribuidos
em caso de adequabilidade da predigdo ou ajuste (Rigby e Stasinopoulos, 2005). Logo, a utilizacao
destes residuos é vantajosa por ele possui distribuigao assintética conhecida (normal padrao) inde-
pendente da distribuicdo da varidvel resposta, sob o modelo postulado. Além disso, as distribuigoes
marginais sdo conhecidas e os estimadores de méaxima verossimilhanca possui boas propriedades,
como comprovado pelo estudo de simulacdo na Segao 4.3, tendo portanto aplicacdo direta em mo-
delos de regressao e sua distribuicdo é facil de ser checada por procedimentos usuais de teste de
normalidade e avaliagdo graficos.
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Dentre as diversas etapas da andlise de diagnéstico de um modelo, hé o interesse em se avaliar a
veracidade da hipotese referente a distribuicdo de probabilidade assumida para a varidvel resposta
dadas as covaridveis. Assim, a construcdo de bandas de confianca, a qual denomina-se envelope,
¢é implementado em um grafico de probabilidade por meio de simulagao construido a partir dos
residuos gerados pelo modelo ajustado, é sugerido (Paula, 2023).

Atkinson (1981), por sua vez, sugere a utilizacdo de uma espécie de banda para a flutuagao dos
ponto, a qual denominou envelope simulado e que tem sido utilizado por diversos pesquisadores.
Este procedimento consiste em determinar os limites do envelope realizando os seguinte passo:

1. Gerar n observacoes y; 1 considerando que o modelo ajustado é verdadeiro e guarda esses
valores em Y = (y1.1, ..., Yn,1);

2. Ajustamos Y usando a matriz de varidveis preditoras X e obtemos os residuos r; 1, para
1=1,2,...,m;

3. Repetir os passos 1) e 2) m vezes. Logo, teremos r; j, para i =1,2,....,ne j=1,2,...,m;

4. Colocamos cada grupo de n residuos em ordem crescente, obtemos assim 7, ;, para ¢ =
1,2,...,nej=1,2,....m;

5. Obtemos os limites r(; 1 = min;(r}; ;) € 7j;)m = max;(rp ;). Assim, os limites corresponden-
tes a 7, serao dados por 7y 1] € T[j] [m]-

O objetivo desse procedimento de simulagdo é fornecer amostras de residuos com mesma es-
trutura de covaridncia do modelo ajustado (Atkinson, 1981). Além disso, a sugestdao de Atkinson é
usar m = 19, de modo que a probabilidade do maior residuo em um envelope particular exceder o
limite superior seja em torno de 1/20. Analogamente, se considerarmos tal ocorréncia para o limite
inferior, podemos supor que a probabilidade do maior residuo ser inferior a esse limite também
seja por volta de 1/20, resultando em uma probabilidade aproximada de 0,1 do maior residuo nao
estar entre as bandas do envelope (Fernandes, 2019).

Graficos de probabilidade é uma técnica informal utilizada para comparar duas distribuicoes de
probabilidade. Para isso, existem dois tipos: o grafico quantil (QQ-plot) e o grafico da distribuicao
acumulada (PP-plot). O primeiro é comumente utilizado e consiste em dispor no grafico os quantis
de duas variaveis de interesse, de tal forma que se ambas forem identicamente distribuidas, espera-
se visualizar um padrao linear dos pontos. O gréafico da distribuicdo acumulada possui o mesmo
objetivo do grafico quantil, entretanto, ao invés do quantil das variaveis, utiliza-se a funcao de
distribuicdo acumulada para realizar a comparacao.

Para a obtencao do grafico de probabilidade normal, considere r;, para ¢ = 1,2, ..., n um residuo
qualquer. Colocamos no grafico os pontos (E(Z};),r;), em que [i] representa o i-ésimo menor valor
e E(Z;)) se refere aos valores esperados das estatisticas de ordem da normal padrdo. Temos que

E(Zy) 2ot <7i:r31//i) ,

em que P é a funcao de distribuicdo acumulada da normal padrao.

Ja para o grafico meio normal probabilistico, tomamos o valor absoluto de r;, com ¢ = 1,2, ..., n.
Dispomos no gréfico os pontos (E(|Z};), |ri|), em que [i] representa o i-ésimo menor valor e E(|Z};)
agora se refere aos valores esperados de |Z[i]|, que obtemos fazendo

i n+i+1/2>
E(Zp) = @ <2n+9/8 ’

sendo que ® também a funcdo de distribuigdo acumulada da normal padrao (Fernandes, 2019).
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5.2 Analise de influéncia global

Tal procedimento consiste numa medida de sensibilidade sob pequenas perturbacdes no modelo
de acordo com a exclusao de caso (Cook, 1977). A exclusdo de caso é uma abordagem comum
para estudar o efeito de eliminar a i-ésima observacgdao do conjunto de dados. A exclusao da i-ésima
observacao para o modelo 4.2 é dada por

() = Stk Xnif
, r=1,2..,n; r#i. (5.1)

h(o2) = X120 Zuni

O subindice ”(7)” indica o conjunto de dados original com a i-ésima observagdo excluida. Para o
modelo 5.1, a fungao do logaritmo da func¢ao de verossimilhanga é denotada por ¢;(6). Seja 5(2-) 0 es-
timador de maxima verossimilhanga de 6, obtido da maximizacao de ¢;(#). Para avaliar a influéncia
da i-ésima observacao §(i), comparamos a diferenca entre 5(1») e 6. Se a exclusdo de uma observacao
influenciar seriamente uma estimativa, deve-se prestar mais atencdo a essa observacio especifica.
Portanto, se g(i) estd longe de 5, entdo este caso é considerado uma observagao influente. Uma
medida inicial de influéncia global baseada no teste de Wald é definida como a norma padronizada

de 5(1-) -0 (que é conhecida como a distancia de Cook generalizada):

GD;(0) = (05 — 0) T [-£(0)](0;) — D). (5.2)

Outra alternativa é avaliar os valores GD;() e GD;(y), que revelam o impacto da i-ésima obser-
vagao na estimativa de 3 e v, respectivamente. Outra medida popular da diferenga entre 6; e 6 é
o seguinte deslocamento de probabilidade:

LD;(0) = 2{€(0) — ¢(03))}- (5.3)

Além disso, também podemos calcular ,3 - Bj(,-) (j = 1,2,...,k), para calcular a diferenca entre
Be B(i), ey — @) (3 =1,2,...,h), para calcular a diferenga entre 7 e ;). Outras medidas de
influéncia global também sdo possiveis. Pode-se observar o comportamento de uma estatistica de
teste sob um esquema de exclusdo de casos; tais estatisticas podem ser, por exemplo, o teste de
Wald para varidveis explicativas (Rocha e Simas, 2011).

Para evitar o emprego da estimativa de modelo direto para todas as observagoes, podemos usar
a seguinte aproximacao de uma etapa para reduzir o nimero de modelos a serem ajustados:

L 0U(i)0

Segundo Thomas e Cook (1989), 04(i)8/06 é avaliado em 6 = 6.

5.3 Aplicacgoes

Nesta Se¢ao apresenta-se a andlise dos residuos referente aos conjuntos de dados descritos em
4.4.1 e 4.4.2.

5.3.1 Aplicagao I

Na Figura 5.1 é apresentado os graficos dos residuos quantilicos correspondente aos ajustes
dos modelos de regressao bivariado Simplex e Beta via cépulas FGM, Clayton e Frank. Podemos
concluir que nao ha evidéncias fortes contra a suposicdo de normalidade dos residuos, ou seja, os
modelos ajustam bem os dados. Podemos notar um melhor destaque para o modelo de regressao
Simplex bivariado via cépula FGM pela Figura 5.1a comparado ao modelo de regressio Beta
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bivariado na Figura 5.1b e um melhor destaque para o modelo de regressdo Beta bivariado via
cépula Frank na Figura 5.1f comparado ao modelo de regressao Simplex bivariado na Figura 5.1e.

Residuo quantilico

Residuo quantilico

Residuo quantilico

Percentil N(0,1)

(a)
Simplex-FGM: y1,y2 ~ IDHM

Percentil N(0,1)

(c)

Simplex-Clayton: y1,y2 ~ IDHM

Percentil N(0,1)

(e)
Simplex-Frank: y1,y2 ~ IDHM

Residuo quantilico

Residuo quantilico

Residuo quantilico

Percentil N(0,1)

(b)
Beta-FGM: y1,y2 ~ IDHM

Percentil N(0,1)

(d)
Beta-Clayton: y1,y2 ~ IDHM

&

Percentil N(0,1)

(f)
Beta-Frank: y1,y2 ~ IDHM

Figura 5.1: Grdficos dos residuos quantilicos - QQ-plot.
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5.3.2 Aplicacao II

Na Figura 5.2 é apresentado os graficos dos residuos quantilicos correspondente aos ajustes
dos modelos de regressao bivariado das distribui¢do Simplex e Beta via cépulas FGM, Clayton
e Frank. Podemos concluir que nao ha evidéncias fortes contra a suposicdo de normalidade dos
residuos, ou seja, todos os modelos ajustam bem os dados. O modelo de regressao Simplex bivariado
transmite um melhor ajuste aos dados, tendo em vista que os residuos apresentam-se linearmente
mais proximo a reta comparado ao modelo de regressao Beta bivariado. Na Figura 5.3 nota-se
que os residuos positivos e negativos estao distribuidos sem algum padrao sistemdtico e que sua
variabilidade é razoavelmente uniforme ao longo dos diferentes valores da variavel explicativa,
sugerindo que relativamente & suposi¢do de homocedasticidade, com isso os modelos sdo adequado.

Em complemento a andlise de diagndstico, temos os graficos de envelope simulado apresentado
na Figura 5.4, onde evidenciamos a suposicdo de normalidade dos residuos, apesar de termos
pontos a partir de um dado momento sobrepondo a bando de confianga superior para os modelos
de regressdo bivariado Simplex e Beta via cépula Clayton. Os modelos de regressdo bivariado
Simplex e Beta via copula FGM tendem a ajustar melhor os dados.
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Residuo quantilico

Residuo quantilico

Residuo quantilico

T T T T T T T
Percentil N(0,1)
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FGM-Simplez: yi,y2 ~ razdep

T T T T T T T
Percentil N(0,1)

(c)

Clayton-Simplex: yi,y2 ~ razdep

Percentil N(0,1)

(e)

Frank-Simplex: y1,y2 ~ razdep

Residuo quantilico

Residuo quantilico

Residuo quantilico

bt
g T T T T T T T

Percentil N(0,1)

(b)
FGM-Beta: y1,y2 ~ razdep

Percentil N(0,1)

(d)

Clayton-Beta: y1,y2 ~ razdep

T T T T T T T
-3 -2 -1 0 1 2 3

Percentil N(0,1)

)

Frank-Beta: y1,y2 ~ razdep

Figura 5.2: Grdficos dos residuos quantilicos - QQ-plot.
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Figura 5.3: Grdficos dos residuos quantilicos x indices de observacao.
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As Figuras 5.5 e 5.6 apresentam os graficos das medidas de influéncia global, distancia de Cook
generalizada GD;(0) e afastamento da verossimilhanca LD;(€), contra o indice das observagoes.
Estes graficos mostram que algumas observagoes apresentam caracteristicas distintas das demais
observagoes, ou seja, indicam ser possiveis observagoes influentes, a saber: #75 (municipio Joaquim
Gomes; IDH= 0,34, IVS= 0,82 e x = 0,80), #100 (municipio Minador do Negrao; IDH= 0, 56,
IVS= 0,53 e RD= 0,52) e #184 (municipio Barra de Sao Miguel, IDH= 0,61, IVS= 0,34 e
RD= 0,51). Observa-se que os municipios Joaquim Gomes e Barra de Sdo Miguel apresentam
maior e menor IVS, respectivamente. Para avaliar a influéncia que tais observagoes tém sobre as
estimativas dos pardmetros de regressao e dispersao, vamos utilizar a seguinte medida

~ o~

*

Variacao Percentual = 5 x 100%,

em que 0* é a estimativa do parametro 6 sem as observagoes distintas das demais e 6 é a estimativa
de 6 com todas as observagoes no modelo. Essa medida verifica, descritivamente, o quanto variam as
estimativas dos pardmetros na auséncia das observacgoes com comportamento distintos das demais.
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Figura 5.5: Grdficos distincia de Cook generalizada.
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Ajustamos novamente os modelo de regressdao bivariado Simplex e Beta bivariado, excluindo as
observagoes #75, #100 e #184 uma a uma e posteriormente todas. Nas Tabelas 5.1, 5.2 e 5.3 sdo
apresentadas as variacdes percentuais dos pardmetros desses ajustes apds a exclusdo destas obser-
vagoes para avaliar a influéncia nas estimativas dos pardametros no ajuste do modelo de regressao
bivariado Simplex e Beta. Como temos n = 204 observagdes, isto implica que cada observacio deve
influenciar em 0,49% nas estimativas dos pardmetros. Pela Tabela 5.1 podemos notar que nao hé
grandes alteracOes nas estimativas dos parametros By; e B1; sem as observagdes #75 e #184; v,
e 711 sem a observacao #184, nao havendo também grandes alteragao em v, sem a obsercao #75
e A sem a observacido #75 em ambos os modelos de regressao bivariado Simplex e Beta via cépula
FGM.

Pela Tabela 5.2, podemos notar que nao ha grandes altera¢oes nas estimativas dos parametros
Bo1, B11 com a exclusao das observacoes #75 e #184 nos modelos de regressao bivariado Simplex e
Beta; By € B9 com a exclusao da observagao #184 e para o A com a exclusoes das observacoes #75,
#100, 84 e com a exclusao de todas trés observagoes supracitadas, para os modelos de regressao
bivariado Simplex e Beta via cépula Clayton.

Na Tabela 5.3 notamos que nao hé grandes alteracoes nas estimativas dos parametros By, 81,
na exclusdo das observagao #184 no modelo de regressao bivariado Simplex via copula Frank e na
exclusao das #75 e #184 no modelo de regressao Beta bivariado via cépula Frank e dos parametrso
Yo1, Y11 ha exclusao das das observacoes #75 para o modelo de regressao Simplex bivariado via
coOpula Frank.

De modo geral, mesmo apds a exclusao das observacdes supracitadas e re-estimacao dos para-
metros para os modelos de regressao bivariado Simplex e Beta via copulas FGM, Clayton e Frank,
as conclusoes inferenciais ndo mudaram.
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Tabela 5.2: Variacio percentual das estimativas dos parametros do modelo de regressdo Simplex e Beta bivariado
via copula Clayton.
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Modelo Simplex

Modelo Beta

Parametro Sem as obs Sem as obs
Sem obs Sem obs Sem obs 475, £100 Sem obs Sem obs Sem obs 475, 4100
#75 #100 #184 o #184 #75 #100 #184 o #184
Bo1 0,30% 1,60% -0,35% 1,49% 0,19% 1,38% -0,28% 1,36%
P11 0,31% 1,63% -0,39% 1,49% 0,20% 1,40% -0,31% 1,36%
Bo2 -4,80% 1,65% -0,14% -2,48% -3,68% 1,70% -0,59% -2,66%
P12 -4,26% 1,29% 0,00% -2,28% -3,31% 1,35% -0,40% -2,43%
Yo1 1,51% 8,36% -2,18% 6,78% 0,65% 5,67% -1,78% 4,50%
Y11 2,48% 1227%  -3,17% 10,18% 1,57% 11,70%  -3,65% 9,50%
Yo2 -8,63% 4,10% 6,98% 3,86% -4,42% 3,02% 4,57% 2,90%
Y12 -13,22%  5,41% 8, 77% 3,00% -12,14%  7,10% 10,21% 4,56%
A -0,15% 0,17% 0,02% 0,02% -0,15% 0,15% 0,00% 0,00%
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Capitulo 6

Conclusoes e Perspectivas Futuras

6.1 Consideracoes Finais

Nesta dissertacao, damos uma introducao a Teoria dos Modelos de Dispersao; apresentamos a
distribui¢do Simplex e suas propriedades; modelo de regressdo Simplex univariado, fungdo escore
e matriz de informacao de Fisher. Por conseguinte, adentramos no escopo maior desta dissertacao
definindo funcao cépula, medida de dependéncia, distribuigdo conjunta, modelo de regressao Sim-
plex multivariado via funcao cépula com destaque nos modelos de regressao Simplex bivariado via
funcao copula Farlie-Gumbel-Morgenstern (FGM), Clayton e Frank. Apresentamos também como
medida de diagndstico os residuos quantilicos aleatorizados, grafico de envelope simulado e andlise
de influéncia global: distancia de Cook generalizada e afastamento da verossimilhanca.

Apresentamos um estudo de simulagdo via Monte Carlo (MC) para avaliar o comportamento
assintoticas dos estimadores de maxima verossimilhanca para o modelo de regressao Simplex biva-
riado considerando 3 cenarios, cuja propriedade de consisténcia dos estimadores sdo confirmadas.

Duas aplicagbes a dados reais sao apresentadas para o modelo de regressao Simplex bivariado
em paralelo ao modelo de regressdao Beta bivariado. Na primeira aplicacdo o modelo de regressao
bivariado Simplex e Beta via cépula FGM apresentaram um melhor ajuste aos dados, com um
destaque para o MRSB tendo em vista a analise dos residuos e a caracteristica grafica da distribuicao
conjunta dos dados captada pela distribuicdo Simplex e ndo identificada pela distribuicado Beta.
Enquanto que quando considerado a copula Frank o modelo de regressao Beta bivariado apresentou
um melhor destaque.

Analogamente, na segunda aplicacdo o modelo de regressao bivariado Simplex e Beta via cépula
FGM apresentaram um melhor ajuste aos dados. Contudo, pela andlise dos residuos o MRSB torna-
se o0 mais adequado.

Em sintese, o presente trabalho concentrou-se na construcdo de modelos de regressao Simplex
multivariado via funcdo copulas, um assunto inédito na classe dos modelos de regressao limitados
no intervalo unitario aberto (0,1), sendo sua eficiéncia e importancia apresentadas por meio de
aplicacOes e estudo de simulagao.

6.2 Sugestoes para Pesquisas Futuras

e Como possiveis trabalhos futuros propormos:

— Dada a complexidade do modelo de regressao Simplex multivariado para mais de duas
varidveis respostas, utilizar o método de verossimilhanga composta (pareada), condici-
onando o modelo de regressdo Simplex multivariado a soma de casos particulares de
modelos de regressao Simplex bivariado;

— Investigar a distribuigao empirica dos residuos via simulacao de Monte Carlo;
— Avaliar um modelo de regressao Simplex multivariado com erro de medida nas variaveis;

— Introduzir pertubacétes e realizar estudo de influéncia local;
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— Otimizar os codigos com implementacao na linguagem R;

— etc.
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Apéndice

Cdédigos na Linguagem de Programacao R

Estimacao dos parametros

i ssasssdasssdsasasdadadsdssdsdsadddssssddipaddddddsaRaRARARESEEEEEEEEE
# Cépula FGM

dDSB_FGM <- function(yl,y2,x,b01,bl1,b02,b12,901,911,902,9l12, lambda) {
mul <- exp(b01+bll*x)/ (1l+exp (b0l+bllxx))
sigmal <- exp(g0l+gllxx)

mu2 <- exp (b02+bl2*x)/ (1+exp (b02+b12xx) )
sigmaz2 <- exp (g02+gl2xx)

# Densidade da varidvel yl
dsiml <- dSIMPLEX (yl,mul, sigmal)

# Densidade da varidvel y?2
dsim2 <- dSIMPLEX (y2,mu2, sigmaZz)

# Cépula

u <- pSIMPLEX(yl,mul,sigmal)

v <- pSIMPLEX (y2,mu2, sigmaz)

cop_fgm <- 1+ (lambdax (1-2+*u)* (1-2%Vv))
dsim_f <- dsimlxdsim2xcop_£fgm

return (dsim_f)

lvero_FGM <- function (theta,yl,y2,x) {
b0l <- thetall]

bll <- thetal2]
b02 <- thetal[3]
bl2 <- thetal4]
g0l <- thetal5]
gll <- thetal6]
g02 <- thetal7]
gl2 <- thetal[8]

lambda <- thetal9]

func <- dDSB_FGM(yl,vy2,x,b01,bl1,b02,bl2,901,g911,g02,gl2, lambda)
lfunc <- -sum(log(func))

#print (1func)

return (1func)
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mle.DBS_FGM <- function(yl,y2,x) {
op <—- optim(par=chute, lvero_FGM,method="L-BFGS-B",yl=yl,y2=y2, x=X,
hessian=T, control=1ist (maxit=200), lower=c (rep(-Inf,8),-1),
upper=c (rep (Inf,8),1))

fisher.information <- solve (op$hessian)

standard.deviance <- sqrt (diag(fisher.information))

t.simplex <- opS$par/standard.deviance

pvalue <- round(2+* (1-pt (abs(t.simplex), length (x)-length (op$par))), 3)
results <- cbind(op$par, standard.deviance,t.simplex,p-value)

colnames (results) <- c("parémetros", "desvio-padrao", "estatistica t",
"p-valor")
rownames (results) <- c("bO1","b1l1l","bO2","bl2","gO1","gll", "gO2","gl2",
"theta")

return (print (results,digits=3))
}
FHA AR d a4 44 A H A H A A A AR b4 44 A A H A A A AR a4 4
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# Coépula Clayton

dDSB_CLAY <- function(yl,vy2,x,b01,bl1,b02,bl12,901,911,g902,gl2, lambda) {
mul <- exp(b01l+bll*x)/ (l+exp (b01+bll*x))
sigmal <- exp(g0l+gllxx)

mu2 <- exp (b02+bl12*x)/ (1+exp (b02+b1l2xx) )
sigmaz2 <- exp (g02+gl2xx)

# Densidade da variavel vyl
dsiml <- dSIMPLEX (yl,mul, sigmal)

# Densidade da varidvel y2
dsim2 <- dSIMPLEX (y2,mu2, sigmaZ2)

# Cdépula

u <- pSIMPLEX(yl,mul, sigmal)

v <— pSIMPLEX (y2,muZ2, sigmaZz)

cop_CLAY <- (l+lambda)*u” (-1-lambda)*v”" (-1-lambda) * (u” (-lambda) +
v” (-lambda)-1) * (-2*xlambda-1/lambda)

dsim_f <- dsimlxdsim2xcop_CLAY

return (dsim_f)

lvero_CLAY <- function(theta,vyl,y2,x) {
b0l <- thetall]

bll <- thetal2]
b02 <- thetal3]
bl2 <- thetal4]
g0l <- thetal[5]
gll <- thetal6]
g02 <— thetal7]
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gl2 <- thetal8]

lambda <- thetal9]

func <- dDSB_CLAY (yl,y2,x,b01,bl1,b02,b12,g901,g11,902,912, lambda)
lfunc <- -sum(log(func))

#print (1func)

return (1func)

mle.DBS_CLAY <- function(yl,y2,x) {
op <- optim(par=chute, lvero_CLAY,method="L-BFGS-B",yl=yl,y2=y2, X=X,
hessian=T, control=1ist (maxit=200), lower=c (rep(-Inf,8),0),
upper=c (rep (Inf,8),Inf))

fisher.information <- solve (opS$Shessian)

standard.deviance <- sqrt(diag(fisher.information))

t.simplex <- opSpar/standard.deviance

pvalue <- round(2+ (1-pt (abs(t.simplex), length(x)-length (opS$par))),3)

results <- cbind(op$par, standard.deviance,t.simplex,pvalue)

colnames (results) <- c("parémetros", "desvio-padrédo", "estatistica t",
"p-valor")

rownames (results) <- c("b0O1","bl1l", "bO2","b12","gO1", "gll","g02","gl2",

"theta")
return (print (results, digits = 3))

}

A R R R R

FHA A A R A R R R R R R

# Cépula Frank

dDSB_FRANK <- function(yl,y2,x,b01,bl1l,b02,bl2,g901,gl11,g02,gl2, lambda) {
mul <- exp(b01+bll*x)/ (1+exp (b0l+bllxx))
sigmal <- exp(g0l+gllxx)

mu2 <- exp (b02+bl2xx)/ (1+exp (b02+b12xx))
sigmaz2 <- exp (g02+gl2xx)

# Densidade da varidvel yl
dsiml <- dSIMPLEX (yl, mul, sigmal)

# Densidade da varidvel y2
dsim2 <- dSIMPLEX(y2, mu2, sigmaZ2)

Cépula

<- pSIMPLEX(yl, mul, sigmal)

<- pSIMPLEX(y2, mu2, sigmaZ2)

<- lambdax*exp (lambdax* (1+u+v) ) * (-1l+exp (lambda) )

O v g o =%

cop_FRANK <- a / b
dsim_f <- dsimlxdsim2=*cop_FRANK
return (dsim_f)

lvero_FRANK <- function(theta,yl,v2,x) {

<- (exp(lambda) —exp (lambdax (1+u) ) —exp (lambdax (1+v) ) +texp (lambdax* (utv))) ~2
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b0l <- thetall]

bll <- thetal2]

b02 <- thetal[3]

bl2 <- thetal4]

g0l <- thetal5]

gll <- thetal6]

g02 <- thetal7]

gl2 <- thetal8]

lambda <- thetal[9]

func <- dDSB_FRANK (yl,vy2,x,b01,b11,b02,b12,901,g911,902,g912, lambda)
lfunc <- -sum(log(func))
#print (1func)

return (lfunc)

mle.DBS_FRANK<- function (yl,y2,x) {

}

op <- optim(par=chute, lvero_FRANK,method="L-BFGS-B",yl=yl,y2=y2, X=X,
hessian=T, control=1list (maxit=200), lower=c (rep(-Inf,8),-Inf),
upper=c (rep (Inf, 8),Inf))

fisher.information <- solve (op$hessian)

standard.deviance <- sqrt (diag(fisher.information))

t.simplex <- opS$par/standard.deviance

pvalue <- round(2+* (1-pt (abs(t.simplex), length (x)-length (op$par))), 3)

results <- cbind(op$par, standard.deviance,t.simplex,pvalue)

colnames (results) <- c("parémetros", "desvio-padrao", "estatistica t",
"p-valor")

rownames (results) <- c("bO1","b1l1","bO2","b12","gO1", "gll","go2", "gl2",

"theta")
return (print (results, digits = 3))

FHAF A A R A A R R R R A

Residuos Quantilico

FhA A At AR A A A AR A AR F A AR AR A A AR AR A A A H AR AR A
# Cépula FGM

r.DBS_FGM <- function(zl,z2) {

betall <- thetall]

betal02 <— thetal2]
gamal0l <- thetal[3]
gama02 <- thetal[4]
betall <- thetal[5]
betal2 <- thetal6]
gamall <- thetal7]
gamal2 <- thetal[8]
lambda <- thetal[9]

etal <- betalOl+betal2xx
mul <- exp(etal)/ (l+exp (etal))

rhol <- gamaOl+gama02xx
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sigmal <- exp (rhol)

eta?2 <- betall+betal2#*x
mu2 <- exp(eta2)/ (l+exp (eta2))

rho2 <- gamall+gamal2xx
sigmaz2 <- exp (rho2)

fl <- dSIMPLEX (zl,mul,sigmal)
f2 <- dSIMPLEX (z2,mu2,sigma?2)

Fl <- pSIMPLEX(zl,mul,sigmal)
F2 <- pSIMPLEX(z2,mu2, sigmaz2)

r <— flxf2x (1l+lambdax* (1-2xF1) *« (1-2%F2))

return (r)

cIntegral_FGM <- function(yl,vy2) {
auxl <- integral2 (r.DBS_FGM,0,vy1,0,y2)
return (aux1$Q)

aux <— numeric ()
n <- length(yl)
x.tem <- variavel explicativa (x)
i <=1
while (1 <= n) {
theta <- theta
yyl <= y1[3J]
yy2 <= y2[3J]
x <- x.tem[]]
ff <- cIntegral_ FGM(yl=yyl,y2=yy2)
fff <- gnorm(ff)
aux[j] <- fff
X <- xX.tem
i<-1i+1

plot (aux,main="",xlab = "fndices de observacdes",

ylab="Residuos quantilico",cex.lab=1.5)
abline (-2,0,1ty=2);abline(0,0,1ty=2);abline(2,0,1ty=2);cutI=-2;cutS=2
ggnorm (auxl,main="",xlab="Percentil N(0,1)",ylab="Residuo quantilico")

FHAE A R A A A A A R R R R R R R

i ssatdsdasssdsasasdadddsdssdsdadddsddsddinadddddd A RARARESEEEEEEEEE
# Residuo Cépula Clayton

r.DBS_CLAY <- function(zl,z2) {
betall <- thetall]
betal2 <- thetal2]
gamaOl <- thetal3]
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gama02 <- thetal
betall <- theta]
betal2 <— theta]
gamall <- thetal
gamal2 <- thetal
lambda <- thetal

etal <- betalOl+betal2xx
mul <- exp(etal)/ (l+exp (etal))

rhol <- gamaOl+gama02xx
sigmal <- exp(rhol)

eta2 <—- betall+betal2xx
mu2 <- exp(eta2)/ (l+exp(eta2))

rho2 <- gamall+tgamal2xx
sigma2 <- exp(rho2)

fl <- dSIMPLEX (zl,mul, sigmal)
f2 <- dSIMPLEX (z2,mu2, sigmaZ2)

F1 <- pSIMPLEX (zl,mul, sigmal)
F2 <- pSIMPLEX (z2,mu2, sigmaZ2)

cop_CLAY <- (l4+lambda)«F1”(-1-lambda)«*F2” (-1-lambda)* (F1" (-lambda) +
F2~ (-lambda)-1) * (-2*xlambda-1/lambda)
r <- flxf2xcop_CLAY

return (r)

cIntegral_CLAY <- function(yl,y2) {
auxl <- integral2 (r.DBS_CLAY,0,y1,0,v2)
return (aux1$Q)

aux <-— numeric ()
n <- length(yl)
x.tem <- varidvel explicativa (x)
i <=1
while (i <= n) {
theta <- theta
yyl <= y1I[3J]
yy2 <= y2[7J]
x <— x.tem[]]
ff <- clIntegral_CLAY (yl=yyl,y2=yy2)
fff <- gnorm(ff)
aux[j] <- fff
x <—- X.tem
i <-1 + 1
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plot (aux,main="",xlab = "fndices de observacgdes",

ylab="Residuos quantilico",cex.lab=1.5)
abline(-2,0,1lty=2);abline(0,0,1lty=2);abline(2,0,1lty=2);cutI=-2;cutsS=2
ggnorm (auxl,main="", xlab="Percentil N(0,1)",ylab="Residuo quantilico")

R

FHAHH A AR A A R A R R R
# Residuo Cépula Frank

r.DBS_FRANK <- function(zl, z2) {
betall <- thetall]

betal2 <- thetal2]
gamaOl <- thetal3]
gama02 <- thetal4]
betall <- thetal[5]
betal?2 <- thetal[6]
gamall <- thetal7]
gamal2 <- thetal8]
lambda <—- theta[9]

etal <- betall+betal2*x
mul <- exp(etal)/ (l+exp (etal))

rhol <- gamaOl+gama02xx
sigmal <- exp(rhol)

eta2 <- betall+betal2*x
mu2 <- exp(eta2)/ (l+exp (eta2))

rho2 <- gamall+gamal2xx
sigmaz2 <- exp(rho2)

fl <— dSIMPLEX (zl,mul,sigmal)
f2 <- dSIMPLEX (z2,mu2,sigmaZ2)

F1 <- pSIMPLEX(zl,mul, sigmal)
F2 <- pSIMPLEX (z2,mu2,sigma2)

a <- lambdax*exp (lambdax* (1+F1+F2) ) * (-1+exp (lambda))

b <- (exp(lambda)-exp (lambdax (1+F1)) -exp (lambdax (1+F2))
t+exp (lambdax* (F1+F2))) "2

cop_FRANK <- a / b

r <— flxf2xcop_FRANK)
return (r)
cIntegral_FRANK <- function(yl,y2) {

auxl <- integral2 (r.DBS_FRANK,0,y1,0,vy2)
return (aux1$Q)
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aux <- numeric()
n <- length(yl)

x.tem <- varidvel explicativa (x)
i <=1
while (i <= n){

theta <- theta

yyl <= y1[3J]

yy2 <= y2[7]]

x <— x.tem[]]

ff <- cIntegral_ FRANK(yl=yyl,y2=yy2)

fff <-
aux[]]

X <-= X.

i<—1

plot (aux,

gnorm (£f)
<- fff
tem

+ 1

main="",xlab = "Indices de observacdes",
ylab="Residuos quantilico",cex.lab=1.5)

abline (-2,0,1ty=2);abline (0,0, 1lty=2);abline(2,0,1lty=2);cutI=-2;cutS=2
ggnorm (auxl,main="",xlab="Percentil N(0,1)",ylab="Residuo quantilico")
iddids sttt s s ARk

Distancia de Cook-generalizada e Afastamento da verossimilhanga

FHA A A R R R R R R R

# Cépula

dDSB_FGM
mul <-
sigmal

mu2 <-
sigma?2

FGM

<- function(yl,y2,x,b01,bl1,b02,bl2,g01,gl11,g02,gl2, lambda) {
exp (b01+bll+*x)/ (1+exp (b01+bl1l*x))
<- exp(g0l+gll«*x)

exp (b02+b12xx) / (1+exp (b02+b12xx))
<- exp(g02+gl2xx)

# Densidade da variavel yl
dsiml <- dSIMPLEX (yl,mul, sigmal)

# Densidade da variavel y2
dsim2 <- dSIMPLEX (y2,mu2, sigmaZ2)

# Cdépula

u <— pSIMPLEX (yl,mul,sigmal)

v <—- pSIMPLEX(y2,mu2,sigmaZ2)

cop_fgm <- 1+ (lambdax (1-2*u)* (1-2xVv))

dsim_f

<- dsiml*dsim2+*cop_fgm

return (dsim_f)

lvero_FGM <- function (theta,yl,y2, x) {

b0l <-
bll <-
b02 <-

theta[l]
theta[2]
theta[3]
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bl2 <- theta]
g0l <- thetal
gll <- thetal
g02 <- thetal
gl2 <- thetal
lambda <- thetal9]

func <- dDSB_FGM(yl,vy2,x,b01,bl1,b02,bl2,901,g911,g02,gl2, lambda)
lfunc <- -sum(log(func))

#print (1func)

return (1func)

op <- optim(par=chute, lvero_FGM,method="L-BFGS-B",yl=yl,y2=y2, x=X,
hessian=T, control=1ist (maxit=200), lower=c (rep(-Inf,8),-1),
upper=c (rep (Inf,8),1))

d_cook <- c()
afast_vs <- c{()

i <=1

while (i1i<=204) {
yl <- varidvel dependente 1 [-i]
y2 <- variavel dependente 2 [-1i]

x <— (t_razdep/100) [—i]

op2 <- optim(par=chute, logLikFun_sfgm2,method="L-BFGS-B",yl=yl,
y2=y2,x=x,hessian=T,control=1ist (maxit=200),
lower=c (rep(-Inf,8),-1),upper=c(rep(Inf,8),1))

fshsl <- -solve(opShessian)
mtsl <- as.vector (op2$par) - as.vector (opSpar)

afast_vs[i] <— (2« (op$par) - (op2Spar))
d_cook[1] <- t(mtsl) $+% fshsl %*% (mtsl)

i <=1 + 1
print (i)
}
plot (abs (d_cook), ylab="Distdncia de Cook generalizada",
xlab="indice das observacdes",cex.lab=1.5)
identify (abs (d_cook))

plot (abs (afast_vs), ylab="Afastamento da verossimilhancga",

xlab="indice das observacdes",cex.lab=1.5)
identify (abs(afast_vs))
izt EE s LI E LI EE TS EEEEEEEEEEEEEEEEEEEEEEEE L LSRG

Grafico de envelope simulado

FHH A A R R R A R R R R R R R A

# library (simplexreq)
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R = 100
n = 204
theta.fixo <-c(b01="",bll="",b02="",b12="",g01="",gll="",g02="",gl2="",

lambda="")
yl <- numeric (length(n))
y2 <- numeric(length(n))
X <- varidvel explicativa (x)

#mats <- matrix(NA, nrow = R, ncol = 9) #
mats_res_FGM <— matrix (NA, nrow = n, ncol = R) #
J =1

while (j <= R){
ul <- runif (n)
v <- runif (n)
A <— (theta.fixo[9]* (2*xul-1)-1)
B <— (l1-(theta.fixo[9]*(2xul-1))) "2+ (4xv+xtheta.fixo[9]* (2%xul-1))
u2 <—- (2xv/ (sqrt (B)-A))

mul <- exp(theta.fixo[l]+theta.fixo[2]*x)/

(l+exp (theta.fixo[1l]+theta.fixo[2]*x))
mu2 <- exp(theta.fixo[3]+theta.fixo[4]*x)/

(l+exp (theta.fixo[3]+theta.fixo[4]+*x))

sigmal <- exp(theta.fixo[5]+theta.fixo[6]*x)
sigma2 <- exp(theta.fixo[7]+theta.fixo[8]*x)

yl <= gSIMPLEX (ul, mul, sigmal)
y2 <- gSIMPLEX (u2, mu2, sigmaZ2)

chute <- theta.fixo

op_s <- try(optim(par=chute, logLikFun_sfgm2, method = "L-BFGS-B",
hessian=T,yl=yl,y2=y2,x=x, lower=c (rep(-Inf,8),-1),
upper=c (rep (Inf,8),1),control=1list (maxit=300)),silent=T)

theta_ <- c(op_sS$par[l],op_sSpar[2],op_sS$par([3],op_sSpar[4],op_sSpar[5],
op_s$par[6],op_sSpar[7],op_sSpar[8],op_sSpar([9])

if(!'class(op_s)=="try-error") {
resi <— numeric ()
n <- length(yl)
x.tem <- x
for(i in 1:n) {
theta <- theta_
yyl <= yl1[i]
yy2 <- y2[i]
x <— x.tem[1i]
ff <- try(cIntegral_fogm(yl=yyl,y2=yy2), silent = T)

if(!class(ff)=="try-error" && ff !="NaN") {
resi[i] <- gnorm(ff)
}else{

resi[i] <- rg.FGM[1]
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}
x <— xX.tem
}
mats_res_FGM[, j] <- resi
J <=3+ 1
print (3)

res <- cbind(mats_res_FGM, rq.FGM)
resl <- apply(res,2,sort)

rg minl <- apply(resl,1l,min)
rg_meanl <- apply(resl,1l,mean)
rg_maxl <- apply(resl,l,max)

a <- qggqnorm(rg_minl,axes=F,xlab="",ylab="",type="1",main="")

b <- ggnorm(rg_meanl, axes=F,xlab="",ylab="",type="1",main="")

c <- ggnorm(rg_maxl,axes=F,xlab="",ylab="",type="1",main="")

ggnorm (rg.FGM, main="", xlab="Percentil N(0,1)",ylab="Residuo quantilico")
points (a$x,asSy,type="1",col=4)

points (bS$x,bsSy, type="1",col=2)

points (c$x,cSy,type="1",col=4)

# __________________________________________________________________________

# ______________________________
R = 100
n = 204
theta.fixo <-c(b01="",bll="",b02="",b12="",901="",gll="",g02="",gl2="",
lambda="")

yl <- numeric(length(n))
y2 <— numeric (length(n))
x <— variédvel explicativa (x)
mats_res_Clay <- matrix(NA, nrow = n, ncol = R) #
7 =1
while (J <= R){

ul <-= runif (n)

v <— runif (n)

u2 <-= ((1 - (ul”-theta.fixo[9])) +

(vx (ul” (1l+theta.fixo[9])))"—(theta.fixo[9]/
(l1+theta.fixo[9]))) " (-1/theta.fixo[9])

mul <- exp(theta.fixo[l]+theta.fixo[2]*x)/

(l+exp (theta.fixo[l]+theta.fixo[2]*x))
mu2 <— exp(theta.fixo[3]+theta.fixo[4]*x)/

(l+exp (theta.fixo[3]+theta.fixo[4]*x))

sigmal <- exp(theta.fixo[5]+theta.fixo[6]*x)
sigma2 <- exp(theta.fixo[7]+theta.fixo[8]*x)
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yl <- gSIMPLEX (ul, mul, sigmal)
y2 <— gSIMPLEX (u2, mu2, sigmaZ2)

chute <- theta.fixo

op_s <- try(optim(par=chute, logLikFun_sclay2, method = "L-BFGS-B",
hessian=T,yl=yl,y2=y2,x=x,lower=c (rep(-Inf,8),0),
upper=c (rep (Inf,8),Inf),control=list (maxit=300)),silent=T)

theta_ <- c(op_s$par([l],op_sSpar[2],op_sS$par([3],op_s$par[4],op_sSpar[5],
op_sSpar[6],op_s$par[7],op_sSpar[8],op_sSpar[9])

if(!class(op_s)=="try-error") {
resi <— numeric ()
n <- length(yl)
xX.tem <- x
for(i in 1l:n) {
theta <- theta_
yyl <= yl1[i]
yy2 <- y2[i]
X <— xX.tem[1i]
ff <- try(cIntegral_clay(yl=yyl,y2=yy2), silent = T)

if(!class(ff)=="try-error" && ff !="NaN") {
resi[i] <- gnorm(ff)
}else{

resi[i] <-— aux2[1i]
}
x <- x.tem
}
mats_res_Clay|[, j] <- resi
J <=3+ 1
print (3)

res <- cbind(mats_res_Clayl[,c(1:5,7:25)]1,aux2)
resl <- apply(res,2,sort)

rg minl <- apply(resl,l,min)

rg _meanl <- apply(resl,l,mean)

rg _maxl <- apply(resl,l,max)

a <- ggnorm(rg_minl,axes=F,xlab="",ylab="",type="1",main="")

b <- ggnorm(rg _meanl, axes=F,xlab="",ylab="",type="1",main="")

¢ <- ggnorm(rg_maxl,axes=F,xlab="",ylab="",type="1",main="")

ggnorm (aux2,main="",xlab="Percentil N(0,1)",ylab="Residuo quantilico")

points (a$x,asy,type="1",col=4)

points (b$x,bSy, type="1",col=2)
points (c$x,cly, type="1",col=4)

iggdddssasssssaddisasadsaaasdisasaiasasdisadsdiaaddisaaddiaadad iR annndti
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# __________________________________________________________________________
# Coépula Frank

# ______________________________

R = 100

n = 204

theta.fixo <-c(b01="",b11="",b02="",b12="",g01="",gll="",g02="",gl2="",

lambda="")
yl <- numeric (length(n))
y2 <- numeric (length(n))
x <— varidvel explicativa (x)
mats_res_Frank <- matrix(NA, nrow = n, ncol = R) #
J =1
while (j <= R) {
ul <— runif (n)
v <- runif (n)
u2 <- —(1/theta.fixo[9])*log(l+ (v* (exp(l) " —-theta.fixo[9]-1)/
(v+ (1-v) *exp (1) " (-theta.fixo[9]*ul))))

mul <- exp(theta.fixo[l]l+theta.fixo[2]*x)/

(l+exp (theta.fixo[l]+theta.fixo[2]*x))
mu2 <- exp(theta.fixo[3]+theta.fixo[4]*x)/

(l+exp (theta.fixo[3]+theta.fixo[4]*x))

sigmal <- exp(theta.fixo[5]+theta.fixo[6]*x)
sigma2 <- exp(theta.fixo[7]+theta.fixo[8]*x)

yl <= gSIMPLEX (ul, mul, sigmal)
y2 <- gSIMPLEX (u2, mu2, sigmaZ2)

chute <- theta.fixo

op_s <- try(optim(par=chute, logLikFun_sfrank2, method = "L-BFGS-B",
hessian=T,yl=yl,y2=y2,x=x, lower=c (rep(-Inf, 8),-Inf),
upper=c (rep (Inf, 8),Inf),control=1list (maxit=300)),silent=T)

theta_ <- c(op_s$par([l],op_sSpar[2],op_sS$par([3],op_sS$Spar[4],op_sSpar[5],
op_s$par[6],op_s$par[7],op_sSpar[8],op_sSpar[9])

if(!'class(op_s)=="try-error") {
resi <— numeric ()
n <- length(yl)
xX.tem <- x
for(i in 1l:n) {
theta <- theta_
yyl <= yl1[i]
yy2 <= y2[i]
x <— x.tem[1i]
ff <- try(cIntegral (yl=yyl,y2=yy2), silent = T)
if(!class(ff)=="try-error" && ff !="NaN") {
resi[i] <- gnorm(ff)
lelsef
resi[i] <— aux3[1i]
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}
x <— X.tem
}
mats_res_Frank[, j] <- resi
J <=3+ 1
print (j)

res <- mats_res_Frank

resl <- apply(res,2,sort)

rg minl <- apply(resl,1l,min)
rg_meanl <- apply(resl,1l,mean)
rg maxl <- apply(resl,l,max)

a <- ggnorm(rg_minl,axes=F,xlab="",ylab="",type="1",main="")

b <= ggnorm(rg_meanl, axes=F,xlab="",ylab="",type="1",main="")

c <- ggnorm(rg _maxl,axes=F,xlab="",ylab="",type="1",main="")

ggnorm (aux3,main="", xlab="Percentil N(0,1)",ylab="Residuo quantilico")

(
points (a$x,asSy,type="1",col=4)
points (b$x,bsSy, type="1",col=2)
points (c$x,cSy,type="1",col=4)



